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Caṕıtulo 1

Prólogo

Las técnicas de Estad́ıstica Espacial y Geoestad́ıstica tienen un rápido
desarrollo en estos tiempos, posiblemente a causa del amplio campo de su
aplicabilidad. En efecto, es posible encontrarlas en trabajos de numerosas
disciplinas, entre otras: Bioloǵıa, Geograf́ıa Económica, Procesamiento de
Imágenes, Ciencias de la Tierra y del Medio Ambiente, Ecoloǵıa, Geograf́ıa,
Epidemioloǵıa, Agronomı́a, Recursos Forestales, Prospección de Minerales,
etc. Referencias a algunos de esos trabajos pueden verse por ejemplo en
www.inpe.br y www.conae.gov.ar.

Esa diversidad de aplicaciones y situaciones hace de la Geoestad́ıstica
una disciplina de gran riqueza y un amplio campo todav́ıa poco explorado
por la investigación tanto en Matemática como en Estad́ıstica.

Estas notas no pretenden ser más que una introducción al tema desde
un punto de vista matemáticamente riguroso pero sin profundizar en tema
alguno en particular. Fueron escritas con la atención puesta en dos libros
muy recomendables para quienes deseen profundizar en los temas tratados
e ir más allá todav́ıa en importantes temas aqúı no tratados como los que
tienen que ver con Entroṕıa, Grandes Desv́ıos, Métodos Variacionales, etc.
Esos libros son: Gaetan and Guyon (2010) ([5]) y Georgii (1988) ([6]).

Cuando realizamos un análisis de datos debemos buscar un modelo que
se ajuste a tales datos.

Por ejemplo, si queremos conocer la distribución de la variable altura,
H, de personas adultas en un cierto páıs, tomaremos varias personas adul-
tas, digamos n, entre los habitantes de ese páıs y mediremos su altura obte-
niendo datos h1, · · · , hn. En los cursos de Estad́ıstica Básica hemos apren-
dido que en un caso como este, es razonable considerar que esos valores
son realizaciones (valores observados) de variables aletaorias H1, · · · ,Hn

que son independientes (e idénticamente distribuidas como H).

Ahora si queremos conocer la distribución de los valores de enerǵıa, X,
provenientes de distintos puntos de una cierta región geográfica como la
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que muestra la Figura 1, por medio de instrumentos adecuados,

Figura 1. Dique de Ullún
San Juan (Argentina)

podemos trazar una grilla sobre la Figura 1,

Figura 2.  Grilla sobre Figura 1



Cap. 1 Prólogo 7

digamos de n columnas y m filas, y a cada celda de la misma asignar un
cierto valor representativo del promedio de la enerǵıa proveniente de esa
celda, obteniendo aśı la matriz de datos

x =




x(1,1) · · · x(n,1)
· · · · · · · · ·
x(1,m) · · · x(n,m)


 .

(En imágenes se acostumbra considerar al primer ı́ndice como el correspon-
diente a la columna y el segundo a la fila, esto es: x(i,j) valor de la matriz
x en la celda ubicada en la columna i y la fila j). También aqúı podemos
considerar que cada x(i,j) es la realización de una variable aleatoria X(i,j).
pero, a diferencia del ejemplo anterior, aqúı no es razonable suponer que
X(1,1), · · · ,X(n,m) son independientes.

Situaciones donde las variables aleatorias trabajadas no pueden consi-
derarse como independientes se presentan en Series de Tiempo. Por ejem-
plo si estudiamos la distribución de la temperatura a lo largo del tiempo
en una cierta ciudad consideramos una sucesión T1, · · · , Tn de variables
aleatorias con cierta estructura de correlación entre ellas que representa
la relación entre la temperatura en el instante t con la temperatura en
instantes anteriores en el tiempo: t − 1, t − 2, ... En este tema son muy
populares los llamados modelos autoregresivos (modelos AR(p)):

Tt = φ1Tt−1 + · · ·+ φpTt−p + εt, t = p+ 1, · · · , n,

donde φ1, · · · , φp son parámetros a estimar. En este caso se suele decir que
consideramos un modelo causal, en el sentido que el valor de la variable
Tt en cierta forma está “causado” por los valores de Ts con s ≤ t− 1.

Ahora, en el caso de los datos referidos al ejemplo del dique de Ullún:
familias de variables aleatorias cuyos ı́ndices se refieren a posiciones espa-
ciales, no tiene sentido suponer que la influencia de otras variables enX(i,j)

deba considerarse restringida a X(i′,j) con i
′ ≤ i o a X(i,j′) con j

′ ≤ j. En
efecto, la originalidad de la Estad́ıstica Espacial (o Geoestad́ıstica como
algunos prefieren) es incorporar en el modelo a ser ajustado a las observa-
ciones el concepto de no-causalidad.

Extendiendo los modelos AR(p) en Estad́ıstica Espacial se consideran
los llamados modelos AR 2D. En nuestro trabajo estos modelos son estu-
diados en el Caṕıtulo 2. Son numerosos los trabajos donde se muestran las
ventajas que se obtienen con estos modelos para muchas de las operaciones
habituales en procesamiento de imágenes: filtrado de ruido, segmentación,
clasificación, etc.
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Simplemente a manera de ejemplo. En la Figura 3

Figura 3. Segmentación de imagen en Figura 1.

se puede observar una segmentación (y detección de bordes) en la imagen
de la Figura 1 obtenida por medio del ajuste de un proceso AR 2D a los
datos de X, aplicando el algoritmo presentado en el trabajo de Ojeda et
al (2010) ([9]).

Estos modelos AR 2D (o más generalmente ARMA 2D) son utilizados
cuando trabajamos con variables cuyo rango es todo un intervalo de la
recta. Pero no se deben aplicar cuando tenemos datos discretos como las
imágenes de clase donde el valor de cada X(i,j) está reducido a un conjunto
de “etiquetas”, por ejemplo:

{suelo desnudo, vegetación, agua, urbano} .

Para llevar en cuenta la correlación de cada variable con sus vecinos espa-
ciales en tal situación se vienen usando desde hace ya algunos años (ver
por ejemplo Besag (1989) ([2])) los llamados procesos de Markov que son
extensiones de las Cadenas de Markov muy usadas en diversos contextos.

Más adelante (3.2.3) veremos uno de los más simples y usados procesos
de Markov: el Modelo de Ising. En Frery et al. (2009) ([4]) se puede ver
el comportamiento de este modelo para lograr clasificaciones en imágenes,
más exactas y eficientes que las obtenidas con las técnicas usuales de clasi-
ficación que se aplican en el caso de variables independientes.

Desde el punto de vista de la Estad́ıstica Matemática la extensión de
resultados referidos a convergencia en probabilidad, en distribución, teore-
mas de ergodicidad, etc. de modelos causales a no-causales es un verdadero
desaf́ıo. En la mayoŕıa de los casos es preciso estudiar nuevos conceptos,
resultados espećıficos para estos modelos no-causales y no siempre es posi-
ble extender resultados que valen para modelos causales a estos últimos.
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El Caṕıtulo 2 está dedicado a modelos espaciales definidos por procesos
con momento de segundo orden finito y propiedades adicionales cuando aśı
se requiera. No se dan pruebas de los resultados a fin de no extendernos
en demaśıa. Por otra parte esas demostraciones son en su mayoŕıa bien
conocidas y pueden encontrarse en el ya citado Gaetan and Guyon (2010)
([5]).

En Caṕıtulo 3 nos referimos a Campos Aleatorios de Gibbs - Markov
sobre redes definidas por pares de enteros. Aqúı preferimos dar las de-
mostraciones pues son menos conocidos los resultados de este Caṕıtulo
que los del anterior. Se trata de adaptar varios conceptos desarrollados en
F́ısica Estad́ıstica al procesamiento de imágenes.

Por último en el Caṕıtulo 4 estudiamos brevemente los aspectos referi-
dos a la correlación espacial. He aqúı como dijimos anteriormente la prin-
cipal distinción entre la Estad́ıstica Espacial y la Estad́ıstica como se la
necesita para otras aplicaciones.

Esperamos que este pequeño texto pueda servir para entusiasmar a un
amante de la Matemática para adentrarse en el campo apenas explorado,
bello y rico en aplicaciones, de la Estad́ıstica Espacial.



Caṕıtulo 2

Modelos Espaciales de
Segundo Orden y
Geoestad́ıstica

2.1 Conceptos y Resultados Básicos

Sean (Ω,F , P ) un espacio de probabilidad, S ⊆ R2 no vaćıo, (E,E) un
espacio medible.

Definición 2.1.1. Una imagen con soporte en S y espacio de estado
E es una función x : S 7−→ E.

Notación 2.1.2. Usaremos ES para representar al conjunto de todas las
imágenes con soporte en S.

Notación 2.1.3. Si F es un conjunto y G es una familia no vaćıa de
subconjuntos de F con σ(G) designaremos a la σ-álgebra de F generada
por G.

Ejemplo 2.1.4. Ejemplos:

1. Imagen binaria: E con dos elementos: Por ejemplo E := {0, 1}.

2. Imagen en escala de grises: E = {0, 1, . . . , 255}.

Ejemplo 2.1.5. 1. En este caso, el significado visual es:

0←→negro 255←→blanco.

2. Imagen a colores: E= {0, 1, . . . , 255}3 = {(a, v, r) /0 ≤ a, v, r ≤ 255}.
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3. Imagen multiespectral: E = {0, 1, . . . , 255}k con k ≥ 3 (k es el
número de bandas).

Definición 2.1.6. Llamaremos proceso estocástico de imágenes
(definido sobre Ω con soporte S y espacio de estados E) a

X := {Xs/s ∈ S y Xs : Ω 7−→ E es (F ,E) medible}.

Si ω ∈ Ω, llamaremos trayectoria de X a la función Xω : S 7−→ E
(imagen con soporte en S y espacio de estados E) dada por

Xω(s) = Xs(ω).

Ejemplo 2.1.7. 1. Si #(E) < ∞, siempre tomaremos E =P (E) (la
familia de todos los subconjuntos de E).

2. Si E ⊂ Rk con k ≥ 1, pondremos E = {B ∩ E/B ∈ Bk} donde Bk es
la σ-álgebra de Borel de Rk. En este caso, diremos que (E,E) es un
espacio Euclideo si E es un subespacio vectorial de Rk.

3. El caso más general que trataremos es E = espacio métrico. En
tal caso, E será la σ-álgebra de Borel de E (esto es, la σ-álgebra
generada por la familia de abiertos de E).

Definición 2.1.8. Sean X1= {X1,s/s ∈ S} , X2= {X2,s/s ∈ S} y F(Xi) =
σ
({
X−1

i,s (B)/s ∈ S,B ∈ B
})

. Se dice que X1 y X2 son P independientes
si

A ∈ F(X1) B ∈ F(X2)⇒ P (A ∩B) = P (A).P (B).

Sean X1, . . . ,Xn n procesos con soporte S1, . . . , Sn respectivamente. Se
dice que son P -independientes si ∀k ≤ n y un conjunto de ı́ndices 1 ≤ i1 <
. . . < ik ≤ n, si Ai1 ∈ F(Xi1), . . . , Aik ∈ F(Xik) ⇒ P (Ai1 ∩ . . . ∩ Aik) =
k∏

j=1

P (Aij ).

Definición 2.1.9. Sean E = R; E =B1; X = {Xs / s ∈ S y Xs : Ω 7−→ E
es (F ,E)-medible} un proceso estocástico de imágenes con soporte S y
espacio de estados E. Diremos que:

a) X es de 1◦orden, si Xs ∈ L1(Ω,F , P,R) ∀s ∈ S. En tal caso
llamaremos a la función µX : S 7−→ R dada por µX(s) := EP (Xs)
media de X.

b) X es de 2◦orden, si Xs ∈ L2(Ω,F , P,R) ∀s ∈ S. En tal caso:

• Llamaremos varianza de X, a la función V arX : S 7−→ R
dada por V arX(s) = V arP (Xs).



12 Oscar Bustos y Aureliano Guerrero

• Llamaremos covarianza de X, a la función CX : S×S 7−→ R
dada por CX(s, t) = EP [(Xs − µX(s))(Xt − µX(t))].

• Llamaremos correlación de X, a la función ρX : S×S 7−→ R
dada por ρX(s, t) = CX(s,t)

(V arX(s)V arX(t))1/2
·

Proposición 2.1.10. Sean E = R; E =B1; X = {Xs / s ∈ S y Xs : Ω 7−→
E es (F ,E)-medible} un proceso estocástico de imágenes de 2◦ orden. Sea
Λ ⊂ S con #(Λ) = n ≥ 2, pongamos Λ := {s1, . . . , sn} . Sea CX,Λ la matriz
n × n dada por CX,Λ(i, j) = CX(si, sj) . Entonces CX,Λ es simétrica y
definida no negativa.

Definición 2.1.11. Sean E = R; E =B1; X = {Xs / s ∈ S y Xs : Ω 7−→
E es (F ,E)-medible} un proceso estocástico de imágenes con soporte S y
espacio de estados E. Diremos que X es gaussiano si:

Cada vez que Λ := {s1, . . . , sn} ⊂ S con n ≥ 1 y (a1, . . . , an) ∈ Rn\
{
0̃
}

se tiene que ω 7−→
n∑

i=1

aiXsi(ω) definida sobre Ω con valores R es una v.a.

gaussiana.

Notación 2.1.12. De ahora en adelante, salvo expresa mención en con-
trario, S será un subconjunto de R2 (o de R según sea el contexto) tal que
junto con la operación suma habitual en R2 (o en R) forma un grupo.

Definición 2.1.13. Sean E = R; E =B1; X = {Xs / s ∈ S y Xs : Ω 7−→
E es (F ,E)-medible} un proceso estocástico de imágenes con soporte S y
espacio de estado E.

a) Si X es de 1◦ orden, diremos que X es débilmente estacionario
de 1◦ orden si

∃µX ∈ R tal que µX(s) = µX ∀s ∈ S.

Y si µX(s) = 0 ∀s ∈ S, diremos que X es centrado.

b) Si X es de 2◦ orden, diremos que X es débilmente estacionario
de 2◦ orden si

es débilmente estacionario de 1◦ orden y

para cada h ∈ S, ∃C0
X(h) ∈ R tal que CX(s+ h, s) = C0

X(h) ∀s ∈ S.

En tal caso, llamaremos función de covarianza de X a C0
X en lugar

de CX .

Pondremos X es w−L1 si X es débilmente estacionario de 1◦ orden y
X es w − L2 si es débilmente estacionario de 2◦ orden.
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Definición 2.1.14. Diremos que Co : S −→ R es

• definida no negativa si se cumple que

n ≥ 2, {s1, . . . , sn} ⊂ S y a1, . . . , an ∈ R⇒
∑

i,j

aiajC
o(si−sj) ≥ 0.

• definida positiva si se cumple que

n ≥ 2, {s1, . . . , sn} ⊂ S y a1, . . . , an ∈ R no todos nulos⇒
∑

i,j

aiajC
o(si − sj) > 0.

Definición 2.1.15. Diremos que C : S × S −→ R es

• definida no negativa (d.n.n.) si se cumple que

n ≥ 2, {s1, . . . , sn} ⊂ S y a1, . . . , an ∈ R⇒
∑

i,j

aiajC(si, sj) ≥ 0.

• definida positiva (d.p.) si se cumple que

n ≥ 2, {s1, . . . , sn} ⊂ S y a1, . . . , an ∈ R no todos nulos⇒
∑

i,j

aiajC(si, sj) > 0.

Proposición 2.1.16. Propiedades de la función de covarianza en general.
Sean E = R; E =B1; X = {Xs/s ∈ S} con Xs ∈ L2(Ω,F , P,R) ∀s ∈ S,
CX : S × S −→ R la función de covarianza de X. Entonces

1. CX(s, s) ≥ 0 ∀s ∈ S.

2. CX(s1, s2) = CX(s2, s1) ∀s1, s2 ∈ S.

3. CX es d.n.n.

4. |CX(s1, s2)|2 ≤ CX(s1, s1)CX(s2, s2) ∀s1, s2 ∈ S.

5. |CX(s1, s)− CX(s2, s)|2 ≤ CX(s, s)
[
CX(s1, s1) + CX(s2, s2)

−2CX(s2, s1)
]
∀s1, s2 ∈ S.

Proposición 2.1.17. Propiedades de la función de covarianza en el caso
estacionario débil. Sean E = R; E =B1, X = {Xs/s ∈ S} w − L2, C0

X :
S −→ R la función de covarianza de X. Entonces

1. C0
X(−h) = C0

X(h) ∀h ∈ S.
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2.
∣∣C0

X(h)
∣∣ ≤ C0

X(0), ∀h ∈ S.

3. C0
X es d.n.n.

4.
∣∣C0

X(s+ h)− C0
X(s)

∣∣2 ≤ C0
X(0)2

[
C0

X(0)− C0
X(h)

]
, ∀s y h ∈ S.

Proposición 2.1.18. Sean E = R; E =B1; X1 = {X1,s/s ∈ S} y X2 =
{X2,s/s ∈ S} con Xi,s ∈ L2(Ω,F , P,R) ∀s ∈ S e i = 1, 2; CX1

: S×S −→
R y CX2

: S × S −→ R la funciones de covarianza de X1 y X2 respec-
tivamente; a1 ≥ 0, a2 ≥ 0. Si X1 y X2 son independientes entonces
X = {Xs/s ∈ S} dado por Xs :=

√
a1X1,s +

√
a2X2,s es un proceso es-

tocástico con Xs ∈ L2(Ω,F , P,R) tal que CX(s1, s2) = a1CX1
(s1, s2) +

a2CX2
(s1, s2).

Proposición 2.1.19. Sean E = R; E =B1, Xn = {Xn,s/s ∈ S} con
Xn,s ∈ L2(Ω,F , P,R) ∀s ∈ S y n = 1, 2, . . . . Supongamos que para cada
s ∈ S ∃Xs ∈ L2(Ω,F , P,R) tal que Xn,s −→

n→∞
Xs en L2(Ω,F , P,R) en-

tonces:

a) X := {Xs/s ∈ S} es un proceso estocástico de imágenes con soporte
S, espacio de estados E y tal que Xs ∈ L2(Ω,F , P,R).

b) CX(s1, s2) = lim
n→∞

CXn
(s1, s2) ∀s1, s2 ∈ S.

2.2 Funciones de covarianza definidas positi-
vas y procesos gaussianos

Nota 2.2.1. Sea X = {Xs/s ∈ S} un proceso gaussiano con espacio de
estados E, tal que E(X2

s ) > 0 y E(Xs) = 0 ∀s ∈ S. Entonces CX es
una función definida positiva. Rećıprocamente, sea C : S × S −→ R una
función simétrica definida positiva, entonces existe un proceso gaussiano
X = {Xs/s ∈ S} tal que CX = C y E(Xs) = 0 ∀s. (La rećıprocra se
prueba recurriendo al teorema de Kolmogorov).

Este resultado permite generalizar en algún sentido los resultados de
la Sección anterior.

Proposición 2.2.2. Sea C : S × S −→ R una función definida positiva.
Entonces:

1. C(s, s) > 0 ∀s ∈ S.

2. C(s1, s2) = C(s2, s1) ∀s1, s2 ∈ S.

3. |C(s1, s2)|2 ≤ C(s1, s1)C(s2, s2) ∀s1, s2 ∈ S.
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4. |C(s1, s)− C(s2, s)|2 ≤
C(s, s) [C(s1, s1) + C(s2, s2)− 2C(s2, s1)] ∀s, s1, s2 ∈ S.

Proposición 2.2.3. Sea C : S × S −→ R definida positiva tal que

C(s1, s2) = C(s1 − s2, 0).

Sea C0(h) = C(h, 0) ∀h ∈ S, entonces

1. C0(−s) = C0(s) ∀s ∈ S.

2.
∣∣C0(s)

∣∣ ≤ C0(0), ∀s ∈ S.

3. C0 es d.p.

4.
∣∣C0(s+ h)− C0(s)

∣∣2 ≤ C0(0)2
[
C0(0)− C0(h)

]
, ∀s y h ∈ S.

En este caso, a veces se dice que C es definida positiva estacionaria, y
que C0 es definida positiva sobre S.

Proposición 2.2.4. Sean C1 : S × S −→ R y C2 : S × S −→ R definidas
positivas; a1 ≥ 0, a2 ≥ 0 y a1 6= a2. Sea C : S × S −→ R definida por

C := a1C1 + a2C2

entonces C es definida positiva.

Proposición 2.2.5. Para cada n = 1, 2, ... sea Cn : S × S −→ R definida
positiva. Supongamos que para cada (s1, s2)∈S×S existe lim

n→∞
Cn(s1, s2) =

C(s1, s2), entonces C es definida positiva.

Proposición 2.2.6. Sean C1 : S × S −→ R y C2 : S × S −→ R definidas
positivas. Sea C : S × S −→ R dada por C(s1, s2) = C1(s1, s2).C2(s1, s2)
entonces C es definida positiva.

Proposición 2.2.7. Sean U ∈ B2; BU := B2 ∩ U ; µ una medida finita
sobre (U ,BU ) . Sea C̃ : U×S × S −→ R tal que

i) Para cada u ∈ U , Cu : S × S −→ R dada por

Cu(s1, s2) := C̃(u, s1, s2)

es definida positiva.

ii) Para cada (s1, s2) ∈ S × S la función C(s1,s2) : U −→ R dada por

C(s1,s2)(u) = C̃(u, s1, s2)

está en L2(U ,BU , µ,R).
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Sea C : S × S −→ R dada por

C(s1, s2) :=

∫

U
C(s1,s2)(u)dµ(u).

Entonces C es definida positiva.

Proposición 2.2.8. Sean C : S ×S −→ R definida positiva estacionaria.
C0 : S −→ R dada por

C0(s) := C(s, 0) ∀s ∈ S.
Si C0 es continua en 0, entonces C0 es uniformemente continua en todo S.

2.3 Estacionaridad estricta. Isotroṕıa

Notación 2.3.1. Para cada k ≥ 1 y cada (s1, . . . , sk) ∈ Sk sea PX,(s1,...,sk)

la probabilidad sobre (Ek,Ek) dada por

PX,(s1,...,sk)(B) = P ((Xs1 , . . . ,Xsk) ∈ B), B ∈ Ek.

Definición 2.3.2. Se dice que X es estrictamente estacionario si

PX,(s1,...,sk) = PX,(s1+h,...,sk+h) ∀ (s1, . . . , sk) ∈ Sk,

con k ≥ 1 y ∀h ∈ S.
Nota 2.3.3. Supongamos que E = R; E = B1; Xs ∈ L2(Ω,F , P,R)
∀s ∈ S. Si X es estrictamente estacionario, entonces X es débilmente
estacionario de 2◦ orden. La rećıproca no es cierta en general salvo en el
caso en que X sea gaussiano.

Definición 2.3.4. Sean E = R; E =B1; X = {Xs/s ∈ S} un proceso
estocástico de imágenes con espacio de estados E.

a) Si X es i.i.d. centrado y estrictamente estacionario, entonces dire-
mos que X es un ruido blanco en el sentido fuerte (un SWN).

b) Si X es de 2◦ orden, centrado no correlacionado con 0 < E(X2
s ) <∞

∀s ∈ S, entonces diremos que X es un ruido blanco en el sentido
débil (un WWN).

c) Si X es de 2◦ orden y ∃CX,I : [0,+∞) −→ R tal que

CX(s1, s2) = CX,I(‖s1 − s2‖) ∀s1, s2 ∈ S,
entonces diremos que X es isotrópico. Y en este caso llamaremos
correlación isotrópica a

ρX,I(h) :=
CX,I(h)

CX,I(0)
·
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Proposición 2.3.5. Sean E = R; E =B1; X = {Xs/s ∈ S} un proceso
estocástico de imágenes con espacio de estados E.

Si X es centrado e isotrópico, entonces

Proposición 2.3.6. a) Dados s1, s2 y s3 en S tales que

‖s1 − s2‖ = ‖s1 − s3‖ = h

entonces

3CX,I(h)(1 + 2ρX,I(h)) = E



(

3∑

i=1

Xsi

)2

 ≥ 0.

b) ρX,I(h) ≥ 1
2 ∀h.

2.4 Movimientos Brownianos

Definición 2.4.1. Sean E = R, E =B1, T = [0,+∞). Se dice que X =
{Xs/s ∈ T} con espacio de estados E es un movimiento browniano
sobre T si:

i) X0 ≡ 0.

ii) Xs ∼ N(0, s) ∀s > 0.

iii) Para cada 0 ≤ s < t sea

X(s,t] := Xt −Xs.

Si k ≥ 2 y (s1, t1] ∩ . . . ∩ (sk, tk] = φ entonces X(s1,t1], . . . ,X(sk,tk]

son independientes.

Proposición 2.4.2. Sea X = {Xs/s ∈ T} un movimiento browniano so-
bre T = [0,+∞). Entonces

CX(s, t) = min({s, t}).

Definición 2.4.3. Sean E = R; E =B1; T = [0,+∞) × [0,+∞). Se
dice que X = {Xs/s ∈ T} con espacio de estados E es un movimiento
browniano sobre T si:

i) X(u,v) ≡ 0 si u.v = 0 con (u, v) ∈ S.

ii) Si (u, v) ∈ T y u.v 6= 0 entonces X(u,v) ∼ N(0, u.v).
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iii) Para cada s̃ := (s1, s2) y t̃ := (t1, t2) en T, pondremos

s̃ ≤ t̃ si s1 ≤ t1 y s2 ≤ t2
s̃ < t̃ si s̃ ≤ t̃ y son diferentes.

Si s̃ ≤ t̃, llamaremos rectángulo s̃, t̃ (en śımbolos
(
s̃, t̃
]
) a

(
s̃, t̃
]
:= {(u, v)/s1 < u ≤ t1, s2 < v ≤ t2} .

con s̃ = (s1, s2) y t̃ = (t1, t2).

Si k ≥ 2 y
(
s̃1, t̃1

]
∩ . . . ∩

(
s̃k, t̃k

]
= ∅ entonces X(s̃1,t̃1], . . . ,X(s̃k,t̃k]

son independientes, donde

X(s̃,t̃] := X(t1,t2) −X(t1,s2) −X(s1,t2) +X(s1,s2).

Proposición 2.4.4. Si X = {Xs̃/s̃ ∈ [0,+∞)× [0,+∞)} es un movi-
miento browniano sobre T = [0,+∞)× [0,+∞). Entonces X es centrado,
gaussiano y

CX(s̃, t̃) = min({s1, s2}).min({t1, t2}).

2.5 Procesos intŕınsecos y variogramas

En toda esta Sección E = R; E =B1 y X = {Xs/s ∈ S} un proceso de
imágenes con soporte S y espacio de estados E.

Definición 2.5.1. Se dice que X es intŕınsecamente estacionario o
simplemente que es intŕınseco, si para cada h ∈ S el proceso

∆hX := {(∆hX)s := Xs+h −Xs/s ∈ S} (2.1)

es un proceso estacionario de 2◦ orden. En este caso definimos la función
semivariograma de X, γX : S −→ [0,+∞) por

γX(h) :=
1

2
V ar(Xs+h −Xs)

cualquiera sea el s ∈ S.
Proposición 2.5.2. Si X es w −L2, entonces X es intŕısecamente esta-
cionario y

γX(h) = CX(h)− CX(0) ∀h ∈ S.
Proposición 2.5.3. Sea X de 2◦ orden tal que
∃α ∈ R, β ∈ R, satisfaciendo

µX(s) = αs+ β ∀s ∈ S.
{Xs − µX(s) / s ∈ S} es w − L2.
Entonces X es intŕınseco.
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Definición 2.5.4. Si X es intŕınseco definimos función incremento de
X a mX(h) = E(Xs+h −Xs) cualquiera sea s ∈ S.

Proposición 2.5.5. Sean S := R2, X intŕınseco. Si mX es continua en
0 ∈ R2, entonces ∃!(a1, a2) ∈ R2 tal que:

mX((h1, h2)) = a1h1 + a2h2.

Definición 2.5.6. Diremos que un proceso intŕınseco X tiene incre-
mento centrado si

mX(h) = 0 ∀h ∈ S.

De ahora en adelante supondremos que X es intŕınseco con incremento
centrado (X es intŕınseco i.c.).

Definición 2.5.7. Sea γ : S −→ [0,+∞). Se dice que γ es condicional-
mente definida negativa (c.d.n.) si se cumple:

n ≥ 2, {s1, . . . , sm} ⊂ S
a1, . . . , am ∈ R con

m∑
i=1

ai = 0



⇒

∑

i,j

aiajγ(si − sj) ≤ 0.

Proposición 2.5.8. Si X es un proceso intŕınseco, entonces

a) γX(h) = γX(−h) y γX(0) = 0.

b) γX es c.d.n.

Proposición 2.5.9. Sea T : S −→ S tal que:

T (s1 ± s2) = T (s1)± T (s2)∀s1, s2 ∈ S.

Sea X un proceso con soporte S. Sea XT = {XT
s / s ∈ S} dado por

XT
s := XT (s). Si X es intŕınseco, entonces XT también lo es.

Proposición 2.5.10. Sean a1 ≥ 0, a2 ≥ 0 reales; X1 = {X1,s/s ∈ S}
y X2 = {X2,s/s ∈ S} procesos intŕınsecos i.c., independientes. Entonces
X = {Xs/s ∈ S} dado por

Xs :=
√
a1X1,s +

√
a2X2,s ∀s ∈ S

es un proceso intŕınseco i.c.

Definición 2.5.11. Sea ϕ : R2 7−→ R. Se dice que ϕ es localmente
acotada en s si existe un entorno V de s tal que sup {|ϕ(t)| /t ∈ V } <∞.

Proposición 2.5.12. Sea S = R2. Sea X un proceso intŕınseco i.c. Si γX
es continua en 0̃ ∈ R2, entonces γX es continua en s si γX es localmente
acotada en s.
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Proposición 2.5.13. Sean S = R; X un proceso i.c. Si γX es localmente
acotada en 0, entonces existen a ≥ 0, b ≥ 0 tales que

γX(s) ≤ a ‖s‖2 + b.

Nota 2.5.14. Notemos que si X es w−L2, entonces CX es acotada. No
es aśı en el caso de γX . En efecto si X es un movimiento browniano sobre
S = [0,+∞) entonces:

γX(h) =
1

2
h ∀h ≥ 0.

Nota 2.5.15. Por la Proposición 2.5.13 sabemos que si X es intŕınseco
i.c. y si γX es localmente acotada en 0, entonces ∃a ≥ 0 tal que

γX(s)

‖s‖2
≤ a+ b

‖s‖2
∀s ∈ R.

Veamos un caso en el que vale la igualdad.
Sean Z0 y Z1 v.a. tales que:

• E(Z0) = E(Z1) = 0 y V ar(Z0) <∞, V ar(Z1) <∞.
• Z0 y Z1 son independientes.

Sea V ar(Z1) = σ2
1 S = R. Para cada t ∈ R sea

Xt = Z0 + tZ1

Entonces X = {Xt/t ∈ S} es intŕınseco i.c. y γX(t) = 1
2σ

2
1t

2 ∀t ∈ R.

2.6 Variogramas para procesos estacionarios

En esta Sección supondremos que: S = R o S = R2;X = {Xs/s ∈ S} es un
proceso w−L2. Por la Proposición 2.5.2 tenemos que X es intŕınsecamente
estacionario y γX(h) = CX(h)− CX(0) ∀h ∈ S.
Proposición 2.6.1. Si CX(h) −→

‖h‖→∞
0 entonces γX(h) −→

‖h‖→∞
CX(0).

En este caso, al valor Cx(0) lo llamaremos meseta en ‖h‖ → ∞.
Definición 2.6.2. Supongamos que γX es no decreciente. Definimos:

a) Rango del semivariograma de X a

rγX
:= min {‖h‖ /γX(h) = CX(0)} .

b) Rango práctico del semivariograma de X a

rpγX
:= min {‖h‖ /γX(h) = 0.95CX(0)} .
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2.7 Ejemplos de covarianzas y variogramas

Semivariogramas isotrópicos

Definición 2.7.1. Se dice que X tiene un semivariograma

a) efecto pepita puro si: ∃σ2 > 0 tal que

γX(h) =

{
σ2 si h 6= 0
0 si h = 0.

b) exponencial con parámetro a > 0 y σ2 > 0 si:

γX(h) = σ2

(
1− exp

(
−‖h‖

a

))
.

c) esférico con parámetros a > 0 y σ2 > 0 si:

γX(h) =





σ2

(
3
2
‖h‖
a − 1

2

(
‖h‖
a

)3)
si ‖h‖ ≤ a

σ2 si ‖h‖ > a.

d) exponencial generalizado con parámetros a > 0, σ2 > 0 y 0 <
α ≤ 2 si:

γX(h) = σ2

(
1− exp

(
−‖h‖

a

)α)
.

Si α = 2 se llamará gaussiano con parámetros a > 0 y σ2 > 0.

e) Matérn

Para la definición de este tipo de semivariograma, necesitamos una defini-
ción previa:

Definición 2.7.2. Sea v > −1 real. Se llama función de Bessel
modificada de 2o clase con parámetro v a Kv : [0,+∞) → R
dada por:

Kv(z) :=
Γ(v + 1

2 )(2z)
v

√
π

∫ +∞

0

cos(t)

(t2 + z2)
v+ 1

2

dt; z ≥ 0.

Propiedades y más detalles de esta función se pueden ver en:

http://www.mathworld.wolram.com.
Se dice que X tiene un semivariograma Matérn con parámetros
v > −1, a > 0 y σ2 > 0 si

γX(h) = σ2

(
1− 21−v

Γ(v)

(‖h‖
a

)v

Kv

(‖h‖
a

))
.
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f) potencial con parámetro b > 0 y 0 < c ≤ 2 si

γX(h) = b ‖h‖c .

Proposición 2.7.3. Sean: k ≥ 2 entero; para cada i = 1, . . . , k sea Xi =
{Xi,s/s ∈ S} un proceso de imágenes con soporte S y espacio de estados
E = R. Supongamos que sea centrado y que E(Xi,sXj,t) = 0 si i 6= j y
∀s, t ∈ S

a) Si Xi es intŕınseco para todo i = 1, . . . , k entonces X =
∑k

i=1Xi,

(Xs :=
k∑

i=1

Xi,s, ∀s ∈ S) es intŕınseco y

γX(h) =
k∑

i=1

γXi
(h) ∀h.

b) Si Xi es w − L2 para todo i = 1, . . . , k entonces X es w − L2 y

CX(s) =

k∑

i=1

CXi
(s) ∀s.

2.8 Anisotroṕıa

En esta Sección supondremos S = R2 y queX = {Xs/s ∈ S} es un proceso
intŕınseco.

Definición 2.8.1. Sea ẽ ∈ R2 con ‖ẽ‖ = 1. Llamamos semivariograma
de X en la dirección de ẽ a γX,ẽ : R 7−→ [0,+∞) dada por

γX,ẽ(h) = γX(hẽ) =
1

2
E
(
(Xs+hẽ −Xs)

2
)
∀s.

Definición 2.8.2. Diremos que X es anisotrópico o más precisamente
que X tiene un semivariograma anisotrópico si existen ẽ1 y ẽ2 dis-
tintos de norma 1 tales que γX,ẽ1 6= γX,ẽ2 .

Definición 2.8.3. Diremos que X es isotrópico o más precisamente
que X tiene un semivariograma isotrópico si dados h1 y h2 ∈ R2 con
‖h1‖ = ‖h2‖ ⇒ γX(h1) = γX(h2).

Nota 2.8.4. X es isotrópico si y sólo si X no es anisotrópico.

Definición 2.8.5. Se dice que un proceso anisotrópico X tiene aniso-
troṕıa geométrica si ∃T : R2 7−→ R2 lineal y biyectiva tal que XT ={
XT (s)/s ∈ R2

}
es isotrópico.
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2.9 Propiedades Geométricas: continuidad y
diferenciabilidad

En esta Sección supondremos S = R o R2, X un proceso de 2o orden.

Definición 2.9.1. Diremos que X es continuo en media cuadrática
en s ∈ S (c.m.c. en s ∈ S) si:

(sn)n≥1 en S, sn −→
n→∞

s ∈ S ⇒ Xsn
L2

−→ Xs.

Proposición 2.9.2. Supongamos que X es centrado. Entonces:
X es c.m.c. en s,∀s ∈ S ⇐⇒ CX es continua en (s, s) ∀s ∈ S.

Definición 2.9.3. Sea ω ∈ Ω

a) Llamaremos trayectoria de X en ω a la función trXω : S 7−→ R
dada por trXω(s) = Xs(ω) ∀s ∈ S.

b) Diremos que X tiene casi seguramente (c.s.) trayectorias
continuas si

∃Ω0 ⊂ Ω con P (Ω0) = 1 tal que si ω ∈ Ω0 ⇒ trXω es continua en s,
∀s ∈ S.

Teorema 2.9.4. Supongamos que:

i) X es gaussiano centrado.

ii) CX es continua.

iii) Existen 0 < c <∞ y ε > 0 tales que: s ∈ S, t ∈ S, E((Xs−Xt)
2) ≤

c |ln (‖s− t‖)|−(1+ε)
.

Entonces X tiene c.s. trayectorias continuas.

Demostración. Ver Adler (1981) ([1]).

Corolario 2.9.5. Si X es gaussiano intŕınseco y centrado y existen 0 <

c < ∞ y ε > 0 tales que: γX(h) ≤ c |ln (‖h‖)|−(1+ε) ∀h ∈ S. Entonces X
tiene c.s. trayectorias continuas.

Ejercicio 2.9.6. Sea X un proceso gaussiano centrado e intŕınseco. Su-
pongamos que γX satisface una cualquiera de las definiciones a) - f) de la
Definición 2.7.1. Entonces X tiene c.s. trayectorias continuas.

Definición 2.9.7. Sea S ⊂ R abierto. Diremos que X es diferenciable
en media cuadrática en s ∈ S (X es d.m.c. en s ∈ S) si ∃Ẋs ∈
L2(Ω,F , P,R) tal que

1

h
(Xs+h −Xs)

L2

−→
|h|↓0

Ẋs.
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Proposición 2.9.8. Sea S ⊂ R abierto. Si X es d.m.c. en s, entonces X
es c.m.c. en s.

Ejercicio 2.9.9. Sean: U y V v.a. sobre (Ω,F , P ) tales que: U ∼
U(0, 2π), V ∼Cauchy patrón (esto es, V tiene una densidad fV dada por
fV (x) =

1
π(1+x2) ∀x ∈ R) y U y V son independientes. Sea S := R. Para

cada s ∈ S sea Xs := cos (U + sV ) . Entonces X es un proceso de 2o orden
tal que:

a) E(Xs) = 0 ∀s.

b) E(XsXt) =
1
2e

−|s−t| ∀s, t ∈ S.

c) trXω es infinitamente diferenciable en s, ∀s ∈ S.

d) X no es d.m.c. en s,∀s ∈ S.

Notación 2.9.10. Con D1,2 denotaremos al operador derivada parcial con
respecto a la 2o componente y luego con respecto a la 1o.

Proposición 2.9.11. Sea X en L2 centrado (no necesariamente débilmen-
te estacionario). Supongamos que ∀s∈R ∃(D1,2C)(s, s) y |(D1,2C)(s, s)| <
∞ ∀s ∈ R. Entonces:

a) X es d.m.c. en s ∈ R y ∀s ∈ R sea Ẋs la derivada.

b) ∃(D1,2C)(s, t) ∀(s, t) ∈ R2.

c) (D1,2C)(s, t) = CẊ(s, t).

2.10 Continuidad y diferenciabilidad en el
caso estacionario

En esta Sección supondremos: S = R; E = R; X es un proceso intŕınseco.

Proposición 2.10.1. Supongamos que ∃γ′′X(0). Entonces

a) ∃γ′′X(h), ∀h ∈ R.

b) X es d.m.c. ∀s ∈ R.

c) Ẋ :=
{
Ẋs/s ∈ R

}
es w − L2.

d) γ′′X(h) = CẊ(s+ h, s) ∀s, h ∈ R.

e) γ′X(t) = E(Ẋs+tXs) con s, t ∈ R y −γ′X(t) = E(Xs+tẊs) con
s, t ∈ R.
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Corolario 2.10.2. Supongamos que ∃γ′′X(0). Como γ′X(0) = 0 (pues 0 es
un punto mı́nimo de γX) se tiene que E(ẊsXs) = 0 ∀s ∈ R, esto es, Ẋs

y Xs son no correlacionados ∀s ∈ R.

Lema 2.10.3. Sean (Yn)n≥1 y Z en L2(Ω,F , P,R) con µn = E(Yn),

σ2
n = E

(
(Yn − µn)

2
)
, µ = E(Z) y σ2 = E

(
(Z − µ)2

)
. Si Yn −→

n→∞
Z en

L2 entonces:

a) µn −→
n→∞

µ.

b) σ2
n −→

n→∞
σ2.

c) Yn
D−→

n→∞
Z (convergencia en distribución).

d) Si además Yn ∼ N (µn, σn) y σ > 0 entonces Z ∼ N (µ, σ).

Corolario 2.10.4. Si ∃γ′′X(0) y X es gaussiano, entonces:

a) Ẋ es gaussiano.

b) Xs y Ẋs son independientes, ∀s ∈ S.

Corolario 2.10.5. Supongamos que X es estacionario (más precisamente
w − L2) y que C0

X es dos veces diferenciable. Entonces:

a)
(
C0

X

)′′
(s− t) = − (D12CX) (s, t) con s, t ∈ R.

b) X es d.m.c., Ẋ es w − L2 y

C0
Ẋ
(h) = −

(
C0

X

)′′
(h) ∀h ∈ R.

Notación 2.10.6. Si X es d.m.c., diremos que X es d.m.c. de orden
1. En tal caso pondremos: X(1) := Ẋ.

Definición 2.10.7. Diremos que X es d.m.c. de orden m ≥ 2 si
X(m−1) es d.m.c. de orden m− 1 y pondremos X(m) :=

(
X(m−1)

)·
.

Corolario 2.10.8. Supongamos:

i) X es w − L2.

ii) Sea m ≥ 1 entero, C0
X es 2m-veces diferenciable en todo t ∈ R y∣∣∣

(
C0

X

)(2m)
(0)
∣∣∣ <∞.

Entonces

a) X es d.m.c. de orden m.
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b) C0
X(m)(t) = (−1)m

(
C0

X

)(2m)
(t), t ∈ R.

Definición 2.10.9. Diremos que X es d.m.c. infinitamente (o de
orden infinito) si es d.m.c. de orden m ∀m ≥ 1.

Proposición 2.10.10. Supongamos que para todo m ≥ 1 entero se tiene

que
∣∣∣γ(m)

X (0)
∣∣∣ <∞. Entonces:

a) X es d.m.c. de orden infinito.

b) ∀t ∈ R 1
k!

n∑
k=0

tkX
(k)
0 −→

L2
Xt.

2.11 Representación espectral de covarian-
zas

2.11.1 Caso S = R2

Nota 2.11.1. Se puede ver, por ejemplo en: Schlather (1999) ([11]) que:

a) C0 : R2 7−→ R satisface que C0(−X) = C0(X) es definida positiva,
continua y acotada si y sólo si existe una medida (no negativa) FC0

tal que: es simétrica con respecto a (0, 0) y

C0(h̃) =

∫

R2

cos(< h̃, t̃ >)FC0(dt̃),

donde < h̃, t̃ >:= h1t1 + h2t2 si h̃ = (h1, h2) y t̃ = (t1, t2).

b) Si C0 ∈ L1
(
R2,B2,R

)
entonces F0 es diferenciable p.p. sobre R2 con

derivada fC0 que llamaremos derivada espectral de C0. Esta fC0

esta dada por:

fC0(t̃) =

(
1

2π

)2 ∫

R2

cos(< h̃, t̃ >)C0(h̃)dh̃.

c) Sea C0 : R2 7−→ R definida positiva e isotrópica (esto es ∃C0
I : [0,+∞)

7−→ R tal que C0(h̃) = C0
I (
∥∥∥h̃
∥∥∥)). Entonces

C0
I (
∥∥∥h̃
∥∥∥) = 2π

∫

[0,+∞)

xJ0(x
∥∥∥h̃
∥∥∥)f2(x)dx

donde ∀x ≥ 0

J0(x) :=
1

2π

+∞∫

0

sin (x. cosh(t)) dt

y f2 : [0,+∞) 7−→ R tal que f2(x) := fC0(ũ) con x = ‖ũ‖ .
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2.11.2 Caso S = R
Similar al caso anterior cambiando solamente las expresiones de C0 y fC0 .

a) C0 : R 7−→ R está dada por:

C0(h) =

∫

R
cos(ht)FC0(dt)

con FC0 medida finita (no negativa) sobre (R,B1) .
b) Si C0 ∈ L1 (R,B1,R) , entonces FC0 es diferenciable p.p. sobre R con

derivada fC0 que llamaremos derivada espectral de C0. Esta fC0

está dada por:

fC0(t) =
1

2π

∫

R
cos(ht)C0(h)dh.

c) Sea C0 : R 7−→ R definida positiva y par. Entonces

C0(|h|) = 2

+∞∫

0

cos(x |h|)f1(x)dx

donde f1(x) := fC0(u) y x = |u| ∀u ∈ R.

2.11.3 Caso S = Z2

a) C0 : S 7−→ R satisface:

i) C0(−x̃) = C0(x̃) ∀x̃ ∈ S,
ii) C0 es acotada.

iii) C0 es definida no negativa.

si y sólo si existe F0 medida finita sobre ([0, 2π)× [0, 2π),
B2 ∩ [0, 2π)× [0, 2π)) tal que:

C0(h̃) =

∫
cos(

〈
h̃, t̃
〉
)FC0(dt).

b) Si C0 es cuadrado sumable (
∑
h̃∈S

(
C0(h̃)

)2
<∞), entonces FC0 es dife-

renciable p.p. con derivada dada por:

fC0(t̃) =

(
1

2π

)2 ∑

h̃∈Z2

cos(< h̃, t̃ >)C0(h̃).

c) En la situación del inciso anterior, si
∑
h̃∈S

∣∣∣C0(h̃)
∣∣∣ <∞, entonces fC0 es

continua.
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2.12 Modelos Autorregresivos Espaciales

Definición 2.12.1. Sea E = R; E =B1; S = Z2 ;

c̃ :=
{
cs̃/s̃ ∈ Z2

}
tal que

∑
s̃∈Z2

c2s̃ <∞;

η :=
{
ηs̃/s̃ ∈ Z2

}
un proceso SWN.

Se dice que X :=
{
Xs̃/s̃ ∈ Z2

}
es un proceso de medias móviles de

orden infinito con proceso de innovaciones η y coeficientes c̃ si:

Xs̃ =
∑

t̃∈Z2

ct̃ηs̃−t̃ en L2 (Ω,F , P,R) .

Proposición 2.12.2. Sea la situación de la definición anterior. Entonces:

a) X es W − L2;

b) C0
X(ũ) =

σ2
η

(2π)2

∑
h̃∈Z2

∑
t̃∈Z2

ct̃ct̃+h̃ cos
(〈
ũ, t̃
〉)
∀ũ ∈ Z2.

c) La densidad espectral de C0
X es: para todo :λ̃ ∈ T2 := [−π, π)× [−π, π)

fC0
X
(λ̃) =

σ2
η

(2π)
2

∣∣∣∣∣∣
∑

t̃∈Z2

ct̃ cos
(〈
λ̃, t̃
〉)
∣∣∣∣∣∣

2

donde σ2
η := E

(
η2s̃
)
, para todo s̃ ∈ Z2.

Definición 2.12.3. Consideremos la situación de la definición anterior.
Se dice que X es un proceso de medias móviles de orden finito con
proceso de innovaciones η y coeficientes c̃ si

# {s̃/cs̃ 6= 0} <∞.

2.12.1 Modelos ARMA

Notación 2.12.4. Sea s̃ ∈ Z2. Con Bs̃ denotamos a la funciones definidas
sobre RZ2

en RZ2

dada por:

Bs̃(x̃)(t̃) := x̃
(
t̃− s̃

)
∀t̃ ∈ Z2, ∀x̃ ∈ RZ2

.

Pondremos Z2
+ :=

{
(i, j) ∈ Z2/i ≥ 0, j ≥ 0

}
.

Definición 2.12.5. Sean R ⊂ Z2, M ⊂ Z2 finitos; {φr̃/r̃ ∈ R} ⊂ R;
{θm̃/m̃ ∈M} ⊂ R e I : RZ2 −→ RZ2

la identidad;
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P (B) : RZ2 −→ RZ2

y Q(B) : RZ2 −→ RZ2

dadas por:

P (B) :=
∑

r̃∈R

φr̃B
r̃

Q(B) :=
∑

m̃∈M

θm̃B
m̃.

η =
{
ηs̃/s̃ ∈ Z2

}
un proceso SWN.

Si X =
{
Xs̃/s̃ ∈ Z2

}
satisface:

1. Xs̃ ∈ L2 (Ω,F , P,R) ∀s̃ ∈ Z2.

2. P (B)(X)(s̃) = Q(B)(η)(s̃) ∀s̃ ∈ Z2(
⇔ Xs̃ +

∑
r̃∈R

φr̃Xs̃−r̃ = ηs̃ +
∑

m̃∈M

θm̃ηs̃−m̃

)
.

Diremos que X es un ARMA(P,Q) con proceso de innova-
ciones η.

Proposición 2.12.6. Consideremos la situación de la definición anterior.
Supongamos que

P (z1, z2) 6= 0 ∀(z1, z2) ∈ Π2 donde
P (z1, z2) = 1− ∑

(r1,r2)∈R

φ(r1,r2)z
r1
1 z

r2
2 y

Π2 :=
{
(z1, z2) ∈ C2/ |z1| = |z2| = 1

}
.

Entonces ∃X que es un ARMA(P,Q) w − L2, con proceso de inno-
vación η =

{
ηs̃/s̃ ∈ Z2

}
y además

fc0X (t̃) =
σ2
η

(2π)
2

∣∣∣∣
Q(eit1 , eit2)

P (eit1 , eit2)

∣∣∣∣
2

, ∀t̃ = (t1, t2) ∈ [0, 2π)× [0, 2π)

con σ2
η := E

(
η2s̃
)
, para todo s̃ ∈ Z2.

2.13 Procesos SAR (Simultáneos AR)

Definición 2.13.1. Sean R⊂Z2 finito tal que (0, 0)/∈R; AR:= {ar̃/r̃∈R} ⊂
R; η :=

{
ηs̃/s̃ ∈ Z2

}
un proceso SWN.

Si X =
{
Xs̃/s̃ ∈ Z2

}
satisface:

a) E(Xs̃) = 0 ∀s̃ ∈ Z2.

b) Xs̃ ∈ L2 (Ω,F , P,R) ∀s̃ ∈ Z2.

c) Xs̃ =
∑
r̃∈R

ar̃Xs̃−r̃ + ηs̃ en L2 (Ω,F , P,R).
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d) E(Xs̃ηt̃) = 0 si s̃ 6= t̃.
Entonces diremos que X es un proceso SAR con coeficientes
AR y proceso de innovación η.

Proposición 2.13.2. En la situación de la definición anterior, si

P (eiλ̃) := 1−
∑

s̃∈R

as̃ exp(i〈λ̃, s̃〉) 6= 0 ∀λ̃ ∈ Π2

entonces

1. Existe X, proceso SAR con coeficientes AR y proceso de innovación η.

2. C0
X tiene densidad espectral dada por

fC0
X
(λ̃) =

σ2
η

(2π)
2

∣∣∣∣∣
1

P (eiλ̃)

∣∣∣∣∣

2

, λ̃ ∈ Π2 .

Demostración. Se puede ver en Guyon (1995) ([7]).

Ejemplo 2.13.3. SAR isotrópico para entorno de cuatro vecinos.
Sean R = {(0, 1), (0,−1), (1, 0), (−1, 0)}; a ∈ R; AR :=

{
ar̃/ar̃ = a,

r̃ ∈ R
}
; η :=

{
ηs̃/s̃ ∈ Z2

}
un proceso SWN.

Se dice que X =
{
Xs̃/s̃ ∈ Z2

}
es un proceso SAR isotrópico para

entorno de cuatro vecinos con proceso de innovación η, si:

1. E(Xs̃) = 0 ∀s̃ ∈ Z2.

2. Xs̃ ∈ L2 (Ω,F , P,R) ∀s̃ ∈ Z2.

3. Xs̃ = a
∑
r̃∈R

Xs̃−r̃ + ηs̃ .

Proposición 2.13.4. Consideremos la situación del ejemplo anterior. Si
|a| < 1

4 , entonces ∃X ∈ w− L2 tal que X es un SAR isotrópico para
entorno de cuatro vecinos.

Ejemplo 2.13.5. Modelo SAR(1) factorizable. Sean
R =

{
(0, 1), (0,−1), (1, 0), (−1, 0)

}
; α, β ∈ R : |α| < 1 y |β| < 1; AR :={

ar̃/r̃ ∈ R y a(−1,0) = α, a(0,−1) = β y a(−1,−1) = αβ
}
; η :=

{
ηs̃/s̃ ∈ Z2

}

un proceso SWN. Se dice que X =
{
Xs̃/s̃ ∈ Z2

}
es un proceso SAR(1)

factorizable con proceso de innovaciones η, si:

1. E(Xs̃) = 0 ∀s̃ ∈ Z2.

2. Xs̃ ∈ L2 (Ω,F , P,R) ∀s̃ ∈ Z2.



Cap. 2 Modelos Espaciales de Segundo Orden y Geoestad́ıstica 31

3. Xs̃ =
∑
r̃∈R

ar̃Xs̃−r̃+ηs̃ = αX(s1−1,s2)+βX(s1,s2−1)+αβX(s1−1,s2−1)+

ηs̃ con s̃ = (s1, s2).

Notación 2.13.6. Sea s ∈ Z. Con Bs
1 y Bs

2 denotaremos las funciones

definidas sobre RZ2

por:

Bs
1(x)(t̃) := x(t1 − s, t2)

Bs
2(x)(t̃) := x(t1, t2 − s)

para todo t̃ = (t1, t2).

Notación 2.13.7. Consideremos el ejemplo anterior. Si X satisface 1),
2) y 3) del ejemplo entonces,

(I − αB1
1)((I − βB1

2)(X)) = η,

donde I es el operador identidad de RZ2

. Este resultado justifica el nombre
de “factorizable” dado a un proceso como el X.

Proposición 2.13.8. Sea X un proceso SAR(1) factorizable como en el
ejemplo. Entonces cualquiera sean (s1, s2) y (s′1, s

′
2) en Z2 :

C0
X(s1 − s′1, s2 − s′2) = σ2

Xα
|s1−s′1|β|s2−s′2| con σ2

X = σ2
η

1
1−α2

1
1−β2 y

σ2
η = V ar(ηs̃) ∀s̃ ∈ S.

Definición 2.13.9. Diremos que un sistema (R,AR, η) identifica un
proceso SAR, X =

{
Xs̃/s̃ ∈ Z2

}
si

i) R ⊂ Z2\{(0, 0)} es finito no vaćıo.

ii) AR = {ar̃/r̃ ∈ R} ⊂ R.
iii) η =

{
ηs̃/s̃ ∈ Z2

}
es un proceso SWN.

iv) Xs̃ =
∑
r̃∈R

ar̃Xs̃−r̃ + ηs̃ en L2 (Ω,F , P,R) .

v) Sea (R∗, AR∗ , η∗) otro sistema que satisface i) - iv), entonces R∗ = R,
AR∗ = AR y η∗s̃ = ηs̃ en L2 (Ω,F , P,R) y ∀s̃ ∈ Z2.

2.14 Procesos autorregresivos condicionales
estacionarios

Proposición 2.14.1. Sea O(≤) := {((a, b), (a′, b′)) ∈ Z2 × Z2 / a < a′ ó
b ≤ b′ y a = a′}.

Si ((a, b), (a′, b′)) ∈ O(≤), entonces pondremos (a, b) ≤ (a′, b′). La
relación ≤ entre elementos de Z2 es de orden total, llamado orden lexi-
cográfico en Z2.
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De ahora en adelante entenderemos que (a, b) ≤ (a′, b′) entre elementos
de Z2 se refiere al orden lexicográfico.

Definición 2.14.2. Sean: L ⊂ Z2\{(0, 0)} finito, no vaćıo y simétrico de
Z2 (esto es (a, b) ∈ L⇒ (−a,−b) ∈ L); L+ :=

{
s̃ ∈ L/0̃ ≤ s̃

}
.

Diremos que X =
{
Xs̃/s̃ ∈ Z2

}
con Xs̃ ∈ L2 y E(Xs̃) = 0 ∀s̃ ∈ Z2 es

un proceso aleatorio L-markoviano CAR(L) si:

1. X ∈ w− L2.

2.
∑
s̃∈L

cs̃Xt̃−s̃ + et̃ donde

(a) cs̃ ∈ R, cs̃ = c−s̃ ∀s̃ ∈ L.
(b) e :=

{
et̃/t̃ ∈ Z2

}
es un proceso con E(et̃) = 0 ∀t̃ ∈ Z2.

(c) Cov(et̃,Xs̃) = 0 ∀t̃ 6= s̃ ∈ Z2.

Definición 2.14.3. Sean X =
{
Xs̃/s̃ ∈ Z2

}
y X̂ =

{
X̂s̃/s̃ ∈ Z2

}
dos

procesos sobre el mismo espacio medible. Diremos que X̂ es un predictor
lineal de X si ∃R ⊂ Z2\{(0, 0)} finito, no vaćıo; AR = {ar̃/r̃ ∈ R} ⊂ R
tales que

X̂t =
∑

r̃∈R

ar̃Xt̃−r̃.

Notación 2.14.4. Pondremos: L(X)={X̂/X̂ es un predictor lineal de X}.

Definición 2.14.5. Sea X=
{
Xs̃/s̃ ∈ Z2

}
un proceso con Xs̃ en L2

(
Ω,F ,

P,R
)
, diremos que X̂ =

{
X̂s̃/s̃ ∈ Z2

}
∈ L(X) es un predictor lineal

óptimo de X si:
∥∥∥Xs̃ − X̂s̃

∥∥∥
L2
≤
∥∥∥Xs̃ − X̃s̃

∥∥∥
L2
∀s̃ ∈ Z2∀X̃ ∈ L(X).

Proposición 2.14.6. Sea X =
{
Xs̃/s̃ ∈ Z2

}
un proceso CAR(L). Para

cada t̃ ∈ Z2 sea
X̂t̃ :=

∑

s̃∈L

cs̃Xt̃−s̃ .

Entonces X̂ =
{
X̂s̃/s̃ ∈ Z2

}
es un predictor lineal óptimo de X.

Definición 2.14.7. Sean X =
{
Xs̃/s̃ ∈ Z2

}
y X̂ =

{
X̂s̃/s̃ ∈ Z2

}
dos

procesos del mismo espacio medible. Diremos que X̂ es un predictor de
X si ∃R ⊂ Z2\{(0, 0)} finito, no vaćıo y g:RR → R tal que para cada
t̃ ∈ Z2 se tiene

X̂t̃ = g(Xt̃−R)
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donde Xt̃−R : Ω −→ RR está definida por

Xt̃−R(ω)(s̃) = Xt̃−s̃(ω) ∀ω ∈ Ω,∀s̃ ∈ R.

Notación 2.14.8. Pondremos P(X) :=
{
X̂/X̂ es un predictor de X

}
.

Definición 2.14.9. Sea X =
{
Xs̃/s̃ ∈ Z2

}
un proceso con Xs̃ en L2

(
Ω,F ,

P,R
)
, diremos que X̂ =

{
X̂s̃/s̃ ∈ Z2

}
∈ P(X) es un predictor óptimo

de X si:
∥∥∥Xs̃ − X̂s̃

∥∥∥
L2
≤
∥∥∥Xs̃ − X̃s̃

∥∥∥
L2
∀s̃ ∈ Z2∀X̃ ∈ P(X).

Proposición 2.14.10. Sea X =
{
Xs̃/s̃ ∈ Z2

}
un proceso CAR(L) gaus-

siano. Para cada t̃ ∈ Z2 sea

X̂t̃ :=
∑

s̃∈L

cs̃Xt̃−s̃ .

Entonces X̂ =
{
X̂s̃/s̃ ∈ Z2

}
es un predictor óptimo de X.

Lema 2.14.11. Sea X =
{
Xs̃/s̃ ∈ Z2

}
un w − L2 tal que C0

X tiene den-
sidad espectral fC0

X
.

Sea a ∈ l2(Z2,R). Sea Y =
{
Ys̃/s̃ ∈ Z2

}
dado por

Ys̃ =
∑

r̃∈Z2

ar̃Xs̃−r̃.

Entonces Y es w − L2 tal que C0
Y tiene densidad espectral fC0

Y
dada

por

fC0
Y
(λ̃) =

∣∣∣∣∣
∑

r̃∈Z2

ar̃ exp(i〈λ̃, r̃〉)
∣∣∣∣∣

2

fC0
X
(λ̃).

Proposición 2.14.12. Sea X̂ =
{
X̂s̃/s̃ ∈ Z2

}
un proceso CAR(L). Supon-

gamos que

i)
∑

s̃∈Z2

(
C0

X(s̃)
)2
<∞.

ii) Sea P (eiλ̃) := 1− ∑
s̃∈L+

cs̃ exp(i〈λ̃, s̃〉) = 1−2 ∑
s̃∈L+

cs̃ cos(〈λ̃, s̃〉), λ̃ ∈ T2,

con P (eiλ̃) 6= 0 ∀λ̃ ∈ T2.

Entonces:



34 Oscar Bustos y Aureliano Guerrero

a) C0
X tiene densidad espectral dada por

fC0
e
(λ̃) =

(
1

2π

)2

σ2
e

1

P (eiλ̃)
, λ̃ ∈ T2.

b) Se cumple:

Cov(et̃, et̃+s̃) =





σ2
e si s̃ = 0
−σecs̃ si s̃ ∈ L
0 c.c. .

Proposición 2.14.13. Sean: L ⊂ Z2\{(0, 0)} finito, no vaćıo y simétrico;
L+ :=

{
s̃ ∈ L/0̃ ≤ s̃

}
;
{
cs̃/s̃ ∈ Z2

}
satisfaciendo:

cs̃ = c−s̃ ∀s̃ ∈ L.
cs̃ = 0 ∀s̃ /∈ L.
σe > 0; ẽ =

{
et̃/t̃ ∈ Z2

}
es un proceso w− L2 centrado con

C0
e (s̃) =





σ2
e si s̃ = 0
−σecs̃ si s̃ ∈ L
0 c.c. .

Para cada λ̃ ∈ T2 sea P (eiλ̃) := 1−2
∑

s̃∈L+

cs̃ cos(〈λ̃, s̃〉) con P (eiλ̃) 6= 0

∀λ̃ ∈ T2.
Entonces:

a) C0
e tiene densidad espectral dada por

fC0
X
(λ̃) =

(σe

2π

)2
P (eiλ̃), λ̃ ∈ T2.

b) Existe X =
{
Xs̃/s̃ ∈ Z2

}
un w − L2 tal que

Xt̃ :=
∑

s̃∈L

cs̃Xt̃−s̃ + et̃ ∀t̃ ∈ Z2.

Esto es: X es un proceso CAR(L) con ẽ como proceso residual.

Proposición 2.14.14. Sea X =
{
Xs̃/s̃ ∈ Z2

}
un proceso SAR tal

que

P (eiλ̃) := 1−
∑

s̃∈R

as̃ exp(i〈λ̃, s̃〉) 6= 0, λ̃ ∈ T2.

Sea R̃ := {(r̃1, r̃2)/r̃1 ∈ R, r̃2 ∈ R y r̃1 > r̃2} y sea ≡ la relación de
equivalencia en R̃ dada por (r̃1, r̃2) ≡ (r̃′1, r̃

′
2) si r̃1 − r̃2 = r̃′1 − r̃′2.
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Sea: R0 = R̃/ ≡ y Q : R̃ 7→ R0 la proyección canónica. Para cada
J ∈ R0 sea (r̃J1 , r̃

J
2 ) ∈ R̃ tal que

Q((r̃J1 , r̃
J
2 )) = J y r̃J1 ≤ r̃1, r̃J2 ≤ r̃2 ∀(r̃1, r̃2) ∈ R̃ tal que Q((r̃1, r̃2)) = J.

Sea R1 :=
{
r̃J1 − r̃J2 /J ∈ R0

}
y sean R∗

1 = R1\R; L := R ∪ (−R) ∪
R∗

1 ∪ (−R∗
1).

Sea s̃ ∈ Z2 ⇒ cs̃ := 0 si s̃ /∈ L.

cs̃ =





as̃/

(
1 +

∑
(r̃1,r̃2)∈J(s̃)

ar̃1ar̃2

)
si s̃ ∈ R\R1

1
1+

∑
t̃∈R

a2
t̃

(
as̃ −

∑
(r̃1,r̃2)∈J(s̃)

ar̃1ar̃2

)
si s̃ ∈ R1 ∩R

siendo s̃ = r̃J1 − r̃J2 , J ∈ R0, y J(s̃) :=
{
(r̃1, r̃2) ∈ R̃/Q((r̃1, r̃2)) = J

}
.

cs̃ = −
1

1 +
∑
t̃∈R

a2
t̃

∑

(r̃1,r̃2)∈J(s̃)

ar̃1ar̃2 si s̃ ∈ R∗
1.

Finalmente, definimos cs̃ = c−s̃ si s̃ ∈ (−R) ∪ (−R∗
1).

Entonces

fC0
X
(λ̃) =

(
1

2π

)2

σ2
η

1+
∑
t̃∈R

a2
t̃

C(exp(iλ̃))

con C(exp(iλ̃)) := 1− ∑
s̃∈L

cs̃ exp(i
〈
λ̃, s̃
〉
).

Luego por la Proposición 2.14.13 existe Y =
{
Ys̃/s̃ ∈ Z2

}
tal que

Yt̃ :=
∑

s̃∈L

cs̃Yt̃−s̃ + et̃ ∀t̃ ∈ Z2

donde ẽ =
{
et̃/t̃ ∈ Z2

}
es un proceso w− L2 con

C0
e (s̃) =





σ2
e si s̃ = 0
−σecs̃ si s̃ ∈ L
0 c.c.

.

siendo σ2
e :=

σ2
η

1+
∑
t̃∈R

a2
t̃

.

Esto es: Y es un proceso CAR(L) con ẽ como proceso residual y tal
que C0

Y (t̃) = C0
X(t̃) ∀t̃ ∈ Z2.
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Proposición 2.14.15. Sean: X = {Xs/s ∈ Z} un w − L2; l > 1 entero;

L := {±1, ...,±l} .

Para cada s ∈ L sea cs ∈ R tales que cs = c−s ∀s ∈ L y 1 −
2

l∑
j=1

cj cos(jλ) > 0 ∀λ ∈ (−π, π] .

Supongamos que X es un CAR(L) con coeficientes {cs/s ∈ L} y con
proceso de residuos ẽ = {es/s ∈ Z}; esto es, se cumple

Xt̃ :=
∑

s∈L

csXt−s + et ∀t ∈ Z

donde ẽ = {et/t ∈ Z} es un proceso w − L2 tal que

Cov(et, et+s) =

{
σ2
e si s = 0
−σecs si s ∈ L

con σe > 0.
Entonces existen: a1, ..., al en C tales que si η := {ηs/s ∈ Z} es un

proceso SWN e Y = {Ys/s ∈ Z} es un proceso satisfaciendo:

Yt :=

l∑

s=1

asYt−s + et ∀t ∈ Z,

entonces
C0

Y (t) = C0
X(t) ∀t ∈ Z. (2.2)

Esta proposición junto con la anterior nos dice que: en dimensión 1 los
conceptos de proceso SAR y CAR son equivalentes.

El siguiente ejemplo muetra un CAR(L) con dimensión 2 que no admite
una representación SAR.

Ejemplo 2.14.16. Sean L = {(1, 0), (0, 1), (−1, 0), (0,−1)} ; c > 0; X ={
Xs̃/s̃ ∈ Z2

}
tal que E(Xs̃) = 0 ∀s̃ ∈ Z2 y

Xt̃ = c
∑

s̃∈L

Xt̃−s̃ + et̃ ∀t̃ ∈ Z2,

donde ẽ =
{
et̃/t̃ ∈ Z2

}
es un proceso w− L2 satisfaciendo

Cov(et̃, et̃+s̃) =





σ2
e si s̃ = 0
−σecs̃ si s̃ ∈ L
0 c.c.

con σ2
e := (2π)2

c .

Entonces no existe Y =
{
Ys̃/s̃ ∈ Z2

}
que sea SAR y tal que fC0

X
(λ̃) =

fC0
Y
(λ̃) ∀λ̃ ∈ T2.
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Definición 2.14.17. Sean: c ∈ l2(Z2); η =
{
ηs̃/s̃ ∈ Z2

}
un proceso SWN

con σ2
η := E

(
η2s̃
)
∀s̃ ∈ Z2.

Diremos que X =
{
Xs̃/s̃ ∈ Z2

}
es un proceso de medias móviles

de orden ∞ sobre Z2 con coeficiente c y proceso de innovación η si

Xt̃ =
∑

s̃∈Z2

cs̃ηt̃−s̃ ∀t̃ ∈ Z2.

En śımbolos: X ∈MA(∞, c, η).

Proposición 2.14.18. Sean: c ∈ l2(Z2); η =
{
ηs̃/s̃ ∈ Z2

}
un proceso

SWN. Entonces existe X ∈MA(∞, c, η).

Definición 2.14.19. Sea c : Z2 7→ R. Llamaremos soporte de c a:

Sop(c) :=
{
s̃ ∈ Z2/c(s̃) 6= 0

}
.

Definición 2.14.20. Sea X ∈ MA(∞, c, η). Diremos que X es MA de
orden finito si #(Sop(c)) <∞.

Nota 2.14.21. Sea X ∈ MA(∞, c, η). Si X es MA de orden finito, en-
tonces C0

X(s̃) = 0 para todo s̃ /∈ (Sop(c)− Sop(c)) .

Proposición 2.14.22. Sea X = {Xs/s ∈ Z} un w − L2 centrado con
#(Sop(C0

X)) <∞. Entonces existen c ∈ l2(Z); η = {ηs̃/s̃ ∈ Z} un proceso
SWN tal que X ∈MA(∞, c, η) y es de orden finito.

Nota 2.14.23. La proposición anterior en general no es cierta cuando
consideramos procesos en Z2. En efecto. Sea X =

{
Xs̃/s̃ ∈ Z2

}
tal que

E(X(t1,t2)X(t1−1,t2)) = E(X(t1,t2)X(t1+1,t2))

= E(X(t1,t2)X(t1,t2−1)) = E(X(t1,t2)X(t1,t2+1)) = ̺ 6= 0

y c0X(s̃) = 0 ∀s̃ /∈ {(0, 1), (0,−1), (0, 0), (1, 0), (−1, 0)} .

Procediendo en forma similar a lo realizado en el ejemplo anterior se
puede probar que no existe c ∈ l2(Z2,C); η =

{
ηs̃/s̃ ∈ Z2

}
un proceso

SWN y tal que X ∈MA(∞, c, η).

2.14.1 Ejemplos de aplicación de la Proposición 2.14.14

Ejemplo 2.14.24. SAR causal.

Sean R = {(1, 0), (0, 1)} ; a(1,0) := α; a(0,1) := β; Xt̃ = αXt̃−(1,0) +

βXt̃−(0,1) + ηt̃, ∀t̃ ∈ Z2 y η =
{
ηs̃/s̃ ∈ Z2

}
un proceso SWN.

Veamos su representacióm como CAR(L) usando la Proposición 2.14.14.
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Sean:

R1 : = {(1,−1)}
L : = R ∪ (−R) ∪R1 ∪ (−R1)

= {(0, 1), (0,−1), (−1, 1), (1,−1), (1, 0), (−1, 0)};

c(0,1) :=
a(0,1)

1+a2
(0,1)

+a2
(1,0)

= β
1+α2+β2 c(1,0) :=

α
1+α2+β2

c(0,−1) = c(1,0) y c(−1,0) = c(1,0)

c(−1,1) = c(1,−1) =
αβ

1+α2+β2 ·
Luego:
Xt̃ = 1

1+α2+β2 (α(Xt̃−(1,0) + Xt̃−(−1,0)) + β(Xt̃−(0,1) + Xt̃−(0,−1)) +

αβ(Xt̃−(1,−1) +Xt̃−(−1,1))) + et̃ con ẽ =
{
et̃/t̃ ∈ Z2

}
proceso centrado con

momento de 2o orden finito y tal que

E(Xt̃et̃) = E(e2t̃ ) := σ2
e ∀t̃ ∈ Z2

E(Xs̃et̃) = 0 si s̃ 6= t̃ ∀t̃, s̃ ∈ Z2.

Como ya probamos, se tiene:

C0
e (s̃) =





σ2
e si s̃ = 0
−σecs̃ si s̃ ∈ L
0 c.c. .

Ejemplo 2.14.25. SAR no causal.

Sea Xt̃ = a(Xt̃−(−1,0) +Xt̃−(1,0)) + b
(
Xt̃−(0,1) +Xt̃−(0,−1)

)
+ ηt̃ para

todo t̃ ∈ Z2 con η =
{
ηs̃/s̃ ∈ Z2

}
un SWN.

Aplicando la Proposición 2.14.14 se obtiene la siguiente representación
CAR de X =

{
Xt̃/t̃ ∈ Z2

}
:

Xt̃ =
∑

s̃∈L

cs̃Xt̃−s̃ + et̃ ∀t̃ ∈ Z2

con

L : = L1 ∪ L2,

L1 : = {(0, 1), (0,−1), (−1, 1), (1,−1), (1, 0), (−1, 0)} ,
L2 : = {(1, 1), (−1,−1), (2, 0), (−2, 0), (0, 2), (0,−2)} .

Los coeficientes {cs̃/s̃ ∈ L} resultan ser:
c(1,0) = c(−1,0) = aK; c(0,1) = c(0,−1) = bK
c(1,1) = c(−1,−1) = −2abK = c(1,−1) = c(−1,1)

c(2,0) = c(−2,0) = −a2K; c(0,2) = c(0,−2) = −b2K;
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K = (1 + 2a2 + 2b2)−1.
ẽ =

{
et̃/t̃ ∈ Z2

}
proceso centrado tal que

E(e2t̃ ) := σ2
e > 0

Cov(et̃, et̃+s̃) =

{
−σecs̃ si s̃ ∈ L, t̃ ∈ Z2

0 si s̃ /∈ L, t̃ ∈ Z2.

Ejemplo 2.14.26. SAR factorizante.
Xt̃ = αXt̃−(1,0)+βXt̃−(0,1)−αβXt̃−(−1,1)+ηt̃, ∀t̃ ∈ Z2 y η =

{
ηs̃/s̃ ∈ Z2

}

un proceso SWN.
Aplicando la Proposición 2.14.14 se obtiene la siguiente representación
CAR de X =

{
Xt̃/t̃ ∈ Z2

}
:

Xt̃ =
∑

s̃∈L

cs̃Xt̃−s̃ + et̃ ∀t̃ ∈ Z2

con L = {(0, 1), (0,−1), (−1, 1), (1,−1), (1, 0), (−1, 0), (1, 1), (−1,−1)} .
Los coeficientes {cs̃/s̃ ∈ L} resultan ser:

c(1,0) = c(−1,0) = α(1 + α2)−1

c(0,1) = c(0,−1) = β(1 + β2)−1

c(1,1) = c(−1,−1) = −αβK = c(1,−1) = c(−1,1);

K = (1 + α2)−1(1 + β2)−1.

ẽ =
{
et̃/t̃ ∈ Z2

}
como en los ejemplos anteriores.

2.15 Modelos autorregresivos no-estacionarios
sobre redes finitas

Sea S = {s1, .., sn} con n ≥ 2 entero. Sea I : S 7→ {1, ..., n} biyectiva.
Sea X = {Xs / s ∈ S}.
Definimos X∗ vector aleatorio con valores en Rn dado por:

Xsi = X∗
I(si)

1 ≤ i ≤ n.

Suponemos que X es centrado. Luego:

E(X∗) = 0 ∈ Rn.

Con 6 Σ(X∗) denotamos la matriz de covarianza de X∗.
En esta Sección supondremos que todos las variables que trabajaremos

tienen momento de 2o orden finito.
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Definición 2.15.1. Sea ε = {εs/s ∈ S} un proceso. Se dice que ε es un
ruido si E(εs) = 0 ∀s ∈ S y 6 Σ(ε∗) = σεIdn donde Idn es la matriz
identidad n× n y σε > 0.

Definición 2.15.2. Sean X = {Xs / s ∈ S} un proceso y ε = {εs/s ∈ S}
un ruido. Diremos que:

a) X admite una representación AR con innovación ε si ∃A matriz
n× n (real o compleja) tal que AX∗ = ε∗.

b) X admite una representación MA con innovación ε si ∃B matriz
n× n tal que X∗ = Bε∗.

c) X admite una representación ARMA con innovación ε si ∃A,B
matriz n× n tal que AX∗ = Bε∗.

Nota 2.15.3. Continuando la definición anterior. Relaciones entre 6 Σ(X∗)
y 6 Σ(ε∗).

a) AX∗ = ε∗ y A inversible⇒6 Σ(X∗) = A−1ε∗(A−1)t.

b) X∗ = Bε∗ ⇒6 Σ(X∗) = B 6 Σ(ε∗)Bt.

c) AX∗ = Bε∗ y A inversible⇒6 Σ(X∗) = A−1B 6 Σ(ε∗)Bt(A−1)t.

Nota 2.15.4. Descomposición de Cholesky
Si 6 Σ(X∗) es definida no negativa, entonces existe una matriz L trian-

gular inferior tal que

6 Σ(X∗) = LLt.

En el caso complejo: Si 6 Σ(X∗) es hermitiana (6 Σ(X∗) = (6 Σ(X∗))∗

transpuesta conjugada de 6 Σ(X∗)) entonces 6 Σ(X∗) = LL∗ donde L∗ es la
transpuesta conjugada de L.

Si 6 Σ(X∗) es definida positiva, entonces la diagonal de L tiene todas
sus valores mayores que 0.

2.15.1 Representación SAR-local uniparamétrica

Sea W una matriz n× n tal que W(i,i) = 0 ∀i = 1, ..., n.

Definición 2.15.5. Sean X = {Xs / s ∈ S} un proceso y ε = {εs/s ∈ S}
un ruido. Diremos que X admite una representación SAR-local uni-
paramétrica con matriz de pesos W e innovación ε si ∃̺ ∈ R tal
que:

X∗ = ̺WX∗ + ε∗.
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Definición 2.15.6. Si Id − ̺W donde Id es la matriz identidad es in-
vertible, entonces X∗ está bien definida, en el sentido que si Y = {Ys /
s ∈ S} es otro proceso tal que

Y ∗ = ̺WY ∗ + ε∗

entonces X∗ = Y ∗.

2.15.2 Representación CAR-Markov

Definición 2.15.7. Sean X = {Xs / s ∈ S} un proceso y e = {es/s ∈ S}
un ruido con E(es) = 0, V ar(es) > 0 ∀s ∈ S. Diremos que X admite una
representación CAR con matriz de coeficientes C = [cs,t]s∈S,t∈S y
proceso de innovaciones dado por e si

i) cs,s = 0 ∀s ∈ S.

ii) X∗ = CX∗ + e∗.

iii) E(Xtes) = 0 si s 6= t.

Proposición 2.15.8. Si X admite una representación CAR con matriz
de coeficientes C y proceso de innovaciones dado por e entonces:

a) (Id− C) 6 Σ(X∗) = D :=Diagonal((V ar(es))s∈S).

b) 6Σ(X∗) es invertible si y solo si D−1(Id − C) es simétrica definida
positiva.
Luego debe cumplirse:

cs,tV ar(et) = ct,sV ar(es).

Nota 2.15.9. Sean X e Y procesos Gaussianos sobre S tales que

X∗ = CX∗ + e

Y ∗ = CY ∗ + e.

Entonces X
D
= Y .

2.15.3 Procesos de Gauss-Markov

Sean:

i) X = {Xs / s ∈ S} un proceso Gaussiano tal que

X∗ ∼ Nn(µ̃, 6 Σ) con 6 Σ definida positiva;
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ii) V = {Vs/s ∈ S} un sistema de vencindades sobre S, esto es:

1. Vs 6= ∅ ∀s ∈ S,
2. s /∈ Vs, ∀s ∈ S,
3. s ∈ Vt ⇔ t ∈ Vs,
4. S =

⋃
s∈S

Vs.

Al par G = (S,V) lo llamaremos grafo sobre S.
Sea

Q = [q(s,t)](s,t)∈S×S :=6 Σ−1.

Supongamos que q(s,t) = 0 si s 6= t y s /∈ Vt
Proposición 2.15.10. Para cada s ∈ S sea γ0{s} : B1 × RS → [0, 1] dada
por:

γ0{s}(A | x) =
∫
A

φ(y;µ(xS\{s}), σ(xS\{s}))dy

con

φ(y; a, b) :=
1√
2πb

exp

(
−1

2

(x− a)2
b2

)
a ∈ R, b > 0

µ(xS\{s}) := µs −
1

q(s,s)

∑

t∈Vs

q(t,s)(xt − µt)

σ(xS\{s}) :=
1

q(s, s)
·

Entonces:
γ0{s}(· | x) ∈ P (X∗

s | X∗
t = xt, t 6= s) .

Nota 2.15.11. Sea Y = {Ys / s ∈ S} dada por

Ys = Xs − µs ∀s ∈ S.
Sean:

[Q] (s, t) :=

{
0 si s = t

q(s,t) si s 6= t

Diag := Diagonal
(
q(s,s) / s ∈ S

)
.

Sea e = {es/s ∈ S} dado por:

es = Ys − 1
q(s,s)

∑
t∈Vs

q(s,t)Yt

y V ar(es) :=
1

q(s,s)

∀s ∈ S.

Entonces Y admite una representación CAR con matriz de coeficientes

C = −Diag−1.[Q]

y proceso de innovaciones dado por e.
Si se cumple que q(s,t) 6= 0 si y sólo si t ∈ Vs cuando s 6= t, diremos

que el grafo G = (S,V) es el grafo asociado a la representación CAR de Y.
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2.15.4 Grafo asociado a modelo SAR

Sean X = {Xs / s ∈ S} un proceso y ε = {εs/s ∈ S} un ruido blanco
gaussiano con varianza 0 < σ2

ε := E(ε2s) cualquiera sea s ∈ S.
(Equivalentemente: ε = {εs/s ∈ S} son v.a.i.i.d. con ε ∼ N (0, σ2

ε),
s ∈ S cualquiera).

Supongamos que X admite representación AR con innovación ε dada
por:

AX∗ = ε∗ ; A = [a(s,t)](s,t)∈S×S . (2.3)

Supongamos que A es invertible. Luego, X es centrado. También se
tiene que 6 Σ(X∗) es invertible y

6 Σ(X∗)−1 = σ−2
ε AtA.

Para cada t ∈ S sea

~Vt :=
{
s ∈ S/a(s,t) 6= 0

}
.

Notemos que puede suceder:

a(s,t) 6= 0 y a(t,s) = 0.

Diremos que G = (S, ~V := {~Vt / t ∈ S}) es un grafo orientado lla-
mado grafo orientado asociado a la representación SAR de X dada
por (2.3).

Sea:
Q =6 Σ(X∗)−1

y pongamos
Q = [q(s,t)](s,t)∈S×S .

[Q] como en la nota 2.15.11; esto es

[Q] (s, t) :=

{
0 si s = t
q(s,t) si s 6= t.

Diag := Diagonal
(
q(s,s) / s ∈ S

)
.

Entonces X tiener una representación CAR con matriz de coeficientes:

C = −Diag−1 · [Q]. (2.4)

Ejemplo 2.15.12. Representación CAR asociada al modelo SAR-
local uniparamétrico.

Consideremos la situación de la Definicion 2.15.5 con ε = {εs/s ∈ S}
un ruido blanco gaussiano con varianza σ2

ε > 0.
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Aplicando lo visto en la Nota 2.15.11 con

A(ρ) := Id− ρW,

y suponiendo A(ρ) invertible, tenemos:

Q(ρ) :=6 Σ(X∗)−1 = σ−2
ε (Id− ρW )t (Id− ρW )

= σ−2
ε (Id− ρ(W +W t) + ρ2W tW ).

Entonces X tiene una representación CAR con matriz de coeficientes:

C(ρ) := −(Diag(ρ))−1[Q(ρ)],

siendo:
Diag(ρ) := Diagonal de Q(ρ)

[Q(ρ)](s,t) :=

{
0 si s = t

Q(ρ)(s,t) si s 6= t.

Por la Proposición 2.14.6, si ρ es conocido tenemos que

X̂ := −(Diag(ρ))−1[Q(ρ)]X

es un predictor lineal óptimo de X.
Si ρ no es conocido, en la fórmula anterior se remplazará ρ por un esti-
mador ρ̂ definido a partir de los valores de X.

2.16 Modelos de Regresión Espacial

Sean: S ⊂ Z2 finito.

Definición 2.16.1. Se dice que X = {Xs / s ∈ S} con Xs∈L2(Ω,F , P,R)
∀s ∈ S satisface un modelo de regresión espacial sobre S si existen
m : S 7→ R y ε = {εs/s ∈ S} con E(εs) = 0 ∀s ∈ S tales que

Xs = m(s) + εs ∀s ∈ S.

Según cómo sea m se tienen varios ejemplos dentro de este modelo.

Ejemplo 2.16.2. Superficie de respuesta.
Sean p ≥ 1 entero; fl : S 7→ R, l = 1, . . . p; β1, . . . , βp en R. En este

caso se define:

m(s) =

p∑

l=1

βlfl(s).

Desde el punto de vista estad́ıstico se considera que f1, ..., fp son funciones
conocidas y β1, . . . , βp son parámetros a estimar (juntamente con 6 Σ(ε)).
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Ejemplo 2.16.3. Dependencia exógena.
Sean: p ≥ 1 entero; Zl : Ω 7→ RS v.a. para l = 1, ...p.
β1, . . . , βp en R. En este caso se define:

m(s) =

p∑

l=1

αlzl(s),

donde zl : S 7→ R es una realización de Zl, para todo l = 1, ...p.
Desde el punto de vista estad́ıstico α1, . . . , αp son parámetros a ser

estimados y los valores zl(s) s ∈ S, l = 1, ..., p se consideran conocidos
(valores observados de las variables “exógenas” Zl).

Ejemplo 2.16.4. Análisis de la varianza.
Supongamos S={(i, j) / 0 ≤ i ≤ I, 0 ≤ j ≤ J}, µ, α1, . . . , αI , β1, . . . , βJ

en R. Se define

m(i, j) = µ+ αi + βj 0 ≤ i ≤ I, 0 ≤ j ≤ J.

Desde el punto de vista estad́ıstico µ, α1, . . . , αI , β1, . . . , βJ son paráme-

tros a ser estimados, bajo la condición
I∑

i=1

αi = 0,
J∑

j=1

βj = 0.

Análisis de la covarianza.
Supongamos S = {(i, j) / 0 ≤ i ≤ I, 0 ≤ j ≤ J}, para cada (i, j) ∈ S:

Z(i,j) : Ω 7→ R v.a., z(i,j) una realización de Z(i,j);
µ, α1, . . . , αI , β1, . . . , βJ , γ en R. Se define:

m(i, j) = µ+ αi + βj + γz(i,j) 0 ≤ i ≤ I, 0 ≤ j ≤ J,

con
I∑

i=1

αi = 0,
J∑

j=1

βj = 0.

Desde el punto de vista estad́ıstico µ, α1, . . . , αI , β1, . . . , βJ , γ son pa-
rámetros a estimar.

Notación 2.16.5. En el Ejemplo 2.16.3 supongamos que N = #(S) y sea
I : S 7→ {1, ..., N} una biyección.

Sean:

1. X̃ matriz aleatoria N × 1 dada por

X̃ =
(
XI−1(1), ...,XI−1(N)

)′
;

2. z̃ matriz N × p dada por

z̃ =




z1(I−1(1)) · · · zp(I−1(1))
...

. . .
...

z1(I−1(N)) · · · zp(I−1(N))


 ;
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3. α̃ la matriz p× 1 dada por

α̃ = (α1, ..., αp)
′;

4. ε̃ matriz aleatoria N × 1 dada por

ε̃ =
(
εI−1(1), ..., εI−1(N)

)′
.

Entonces el modelo de dependencia exógena se puede escribir en no-
tación matricial como

X̃ = z̃.α̃+ ε̃ (2.5)

El problema consiste en estimar α̃ y si 6 Σ :=6 Σ(ε̃) es la matriz de cova-
rianza de ε̃ es desconocida, entonces estimarla modelándola por medio de
una función de covarianza C0

ε̃ , variograma o modelo AR espacial.

2.17 Predicción con varianza conocida

Definición 2.17.1. Sean: X := {Xs / s ∈ Z2} con Xs ∈ L2(Ω,F , P,R)
centrado; S = {s1, ..., sn} ⊂ Z2 finito (n ≥ 2); XS := {Xsj / j = 1, ...n};
L(Xs) := {a1Xs1 + ...+anXsn / aj ∈ R ∀1 ≤ j ≤ n}. Sea s0 ∈ Z2, s0 /∈ S,
se dice que X̂s0 ∈ L(Xs) es el predictor lineal óptimo de Xs0 si

∥∥∥X̂s0 −Xs0

∥∥∥
L2
≤ ‖Y −Xs0‖L2

cualquiera sea Y ∈ L(Xs).

Proposición 2.17.2. Continuación de la Definición 2.17.1. Sean:
c̃ := (c1, ..., cn)

′ con cj = Cov(Xsj ,Xs0); σ
2
0 := V ar(Xs0); 6 Σ :=6 Σ(X̃S)

con X̃S := (Xs1 , ...,Xsn)
′. Sea X̂s0 := c̃′ 6 Σ−1X̃S , entonces

a) X̂s0 es el predictor lineal óptimo de Xs0 .

b) V ar(X̂s0) = c̃′ 6 Σ−1c̃.

c) E((X̂s0 −Xs0)
2) = σ2

0 − c̃′ 6 Σ−1c̃.

A X̂s0 se lo suele llamar kriging simple para estimar Xs0 basándose
en X̃S , suponiendo conocidas (estimados previamente) α̃ y 6 Σ.
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2.17.1 Kriging Universal

Sean: X := {Xs / s ∈ Z2} un proceso en L2(Ω,F , P,R); p ≥ 1 entero; para
cada l = 1, ..., p sea Zl := {Zl,s / s ∈ Z2} un proceso en L2(Ω,F , P,R).

Supongamos que ∃α̃ ∈ Rp tal que

Xs = α1Z1,s + ...+ αpZp,s + εs, s ∈ Z2

donde ε = {εs / s ∈ Z2} es un proceso en L2(Ω,F , P,R) con E(εs) = 0
∀s ∈ Z2.

Sean

Λ := {s1, ..., sn} ⊂ Z2 con n ≥ 1,

s0 /∈ Λ,

X̃Λ = (Xs1 , ...,Xsn)
′
,

Z̃Λ =



Z1,s1 · · · Zp,s1
...

. . .
...

Z1,sn · · · Zp,sn


 ,

Z̃s0 = (Z1,s0 , ..., Zp,s0)
′,

L(X̃Λ) = {ã′X̃Λ/ã ∈ Rn}.
L(X̃Λ,Xs0 , Z̃Λ, Z̃s0) = {Y ∈ L(X̃Λ)/E(Y | Z̃Λ) = E(Xs0 | Z̃s0)}.

Se dice que X̂s0 ∈ L(X̃Λ,Xs0 , Z̃Λ, Z̃s0) es un estimador linear insesgado
óptimo de Xs0 conocidos Z̃Λ y Z̃s0 si

∥∥∥X̂s0 −Xs0

∥∥∥
L2
≤ ‖Y −Xs0‖L2

cualquiera sea Y ∈ L(X̃Λ,Xs0 , Z̃Λ, Z̃s0).

Proposición 2.17.3. Sean:
c̃ := (c1, ..., cn)

′ con cj = Cov(Xsj ,Xs0); σ
2
0 := V ar(Xs0); 6 Σ :=6 Σ(X̃Λ).

Sea X̂s0 = λ̃
′
X̃Λ con λ̃ :=6 Σ−1Z̃Λ(Z̃

′
Λ 6 Σ−1Z̃Λ)

−1(Z̃s0−Z̃ ′
Λ 6 Σ−1c̃)+ 6 Σ−1c̃.

Entonces:

a) X̂s0 es el estimador lineal insesgado óptimo de Xs0 conocidos Z̃Λ y Z̃s0 .

b) V ar(X̂s0) = σ2
0 − c̃′ 6Σ−1c̃ + (Z̃s0 − Z̃ ′

Λ 6Σ−1c̃)′(Z̃ ′
Λ 6Σ−1Z̃Λ)

−1(Z̃s0−
Z̃ ′
Λ 6Σ−1c̃).



Caṕıtulo 3

Campos Aleatorios de
Gibbs Markov sobre
Redes

Sean:

• E un espacio métrico separable y completo;

• E la σ-algebra de Borel de E.

• S ⊂ Z2 a lo sumo numerable;

• S := {Λ ⊂ S/1 ≤ #(Λ) <∞}.

• Para cada ∅ 6= V ⊂ S sea

EV := {x / x : V 7−→ E} .

Sean ∅ 6= V1 ⊂ V2 ⊂ S, definimos σV2,V1
: EV2 7−→ EV1 por:

σV2,V1
(x)(t) = x(t), t ∈ V1, x ∈ EV2 .

• Si V2 = S ponemos σV1
en lugar σS,V1

.

• Sea ∅ 6= V ⊂ S. Definimos

GV :=
{
σ−1
V,s(B) / B ∈ E , s ∈ V

}
.

• Sea EV la σ-álgebra de EV generada por GV . A esta σ-álgebra se la
suele llamar σ-álgebra producto de EV inducida por E .

48
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• Sea FV la σ-álgebra de ES definida por:

FV :=
{
σ−1
V (B) / B ∈ EV

}
.

• Por simplicidad pondremos

F := ES .

• También por simplicidad pondremos

JΛ := FS\V Λ ∈ S.

Lema 3.0.4 (útil). Sea ∅ 6= V  S. f : ES 7−→ R F-medible. Entonces f
es FV -medible si y sólo si es cierta

(
x ∈ ES , y ∈ ES , σV (x) = σV (y)

)
⇒ f(x) = f(y).

Demostración. Ejercicio (Ayuda: ver Theorem B, pag. 142 de Halmos
(1974).([8]))

3.1 Potenciales y distribuciones de Gibbs

Definición 3.1.1. Para cada s ∈ S sea Φ := {ΦΛ / Λ ∈ S} . Φ es un
potencial sobre (ES ,F) si:
i) Para cada Λ ∈ S, ΦΛ es FΛ-medible;

ii) Para cada Λ ∈ S y cada x ∈ ES , existe en R

HΦ
Λ (x) :=

∑

∆∈S∩Λ

Φ∆(x),

donde S ∩ Λ := {∆ ∈ S / ∆ ∩ Λ 6= ∅} .
A la función HΦ

Λ se la llama enerǵıa del potencial Φ sobre Λ.

Pondremos: HΦ :=
{
HΦ

Λ / Λ ∈ S
}
.

Definición 3.1.2. Sean: λ una medida σ-finita no nula sobre (E, E); Φ =
{ΦΛ / Λ ∈ S} un potencial sobre (ES ,F). Se dice que Φ es λ-admisible
si

0 <
∫
EΛ

exp
(
−HΦ

Λ (ξxS\Λ)
)
λΛ(dξ) <∞,

para todo x ∈ ES y Λ ∈ S, donde λΛ es la única medida sobre (EΛ, EΛ)
tal que si Λ = {s1, ..., sn} , entonces:

λΛ(σ−1
Λ,{s1}(B1) ∩ .... ∩ σ−1

Λ,{sn}(Bn)) =

λ(B1)...λ(Bn)

cualesquiera sean B1, ..., Bn en E .
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Para simplificar la notación, pondremos

hΦΛ(x) := exp(−HΦ
Λ (x)),

para todo x ∈ ES y Λ ∈ S.
En el caso en que Φ es λ-admisible, definimos

ZΦ
Λ,λ(x) :=

∫
EΛ

exp(−HΦ
Λ (ξxS\Λ))λ

Λ(dξ), x ∈ ES .

A esta función ZΦ
Λ,λ la llamamos función partición del potencial Φ

sobre Λ.
Pondremos: ZΦ

λ :=
{
ZΦ
Λ,λ / Λ ∈ S

}
.

Proposición 3.1.3. Sean λ una medida σ-finita sobre (E, E); Φ =
{
ΦΛ :

Λ ∈ S
}
un potencial sobre (ES ,F) λ-admisible.

Para cada Λ ∈ S sea ̺ΦΛ,λ : ES 7−→ [0,+∞) dada por:

̺ΦΛ,λ(x) :=
hΦΛ(x)

ZΦ
Λ,λ(x)

, x ∈ ES .

Para cada Λ ∈ S sea γΦΛ,λ : F×ES 7−→ [0, 1] dada por

γΦΛ,λ(A | x) :=
∫
EΛ

1A(ξxS\Λ)̺
Φ
Λ,λ(ξxS\Λ)λ

Λ(dξ),

para todo A ∈ F y x ∈ ES .
Entonces:

a) Para cada A ∈ F , γΦΛ,λ(A | ·) es JΛ-medible

b) Para cada x ∈ ES , γΦΛ,λ(A | ·) ∈ P(ES ,F) (es una probabilidad sobre

(ES ,F)).

c) Si Λ ⊂ ∆, ambos en S, entonces
∫
ES

γΦΛ,λ(A | ω)γΦ∆,λ(dω | x) = γΦ∆,λ(A | x)

cualquiera sean A ∈ F , x ∈ ES .

d) B ∈ JΛ =⇒ γΦΛ,λ(B | x) = 1B(x) ∀x ∈ ES .

e) A ∈ F , B ∈ JΛ =⇒ γΦΛ,λ(A ∩B | x) = γΦΛ,λ(A | x)1B(x).

Demostración. Ejercicio.

Definición 3.1.4. En la situación de la proposición anterior a γΦλ :=
(γΦΛ,λ)Λ∈S se la llama especificación inducida por Φ y λ.
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Definición 3.1.5. Sean: λ una medida σ-finita sobre (E, E); Φ =
{ΦΛ : Λ ∈ S} un potencial sobre (ES ,F) λ-admisible; γΦλ := (γΦΛ,λ)Λ∈S
la especificación inducida por Φ y λ.
Pondremos:

G(γΦλ ) :=
{
µ ∈ P(ES ,F) / µγΦΛ,λ = µ ∀Λ ∈ S

}
.

Esto es: µ ∈ G(γΦλ ) si y sólo si para cada Λ ∈ S y cada A ∈ F ,
γΦΛ,λ(A | ·) es una probabilidad condicional de A dada JΛ con respecto

a µ ( en śımbolos: γΦΛ(A | ·) ∈ µ(A | JΛ) ).

Notación 3.1.6. Si f : ES → R es F-medible, siempre que tenga sentido
ponemos

γΦΛ(f)(x) :=
∫
ES

f(ω)γΦΛ(dω | x).

Si µ ∈ G(γΦλ ) diremos que µ es una distribución de Gibbs asociada
a γΦλ .

Nota 3.1.7. G(γΦλ ) puede ser vaćıa, o tener un solo elemento o tener
infinitos elementos (transición de fase).

A continuación veremos una clase de potencial para el que G(γΦλ ) 6= ∅
en condiciones bastante generales.

Definición 3.1.8. Sea V := {Vs : s ∈ S} una subfamilia (no vaćıa) de S.
Se dice que V es un sistema de vecindades de S si:

i) s /∈ Vs, ∀s ∈ S.

ii) s ∈ Vt ⇔ t ∈ Vs; s y t en S s 6= t.

iii) S =
⋃
s∈S

Vs.

En este caso, para cada Λ ∈ S definimos

∂V(Λ) := {t /∈ Λ / ∃s ∈ Λ con t ∈ Vs} .

Definición 3.1.9. Sean: λ una medida σ-finita sobre (E, E); Φ ={
ΦΛ / Λ ∈ S

}
un potencial sobre (ES ,F) λ-admisible; γΦλ = (γΦΛ,λ)Λ∈S la

especificación inducida por Φ y λ; V := {Vs / s ∈ S} un sistema de vecin-
dades de S; G := (S, V) el grafo sobre S inducido por V. Se dice que γΦλ
es G-markoviana si γΦΛ,λ(A | ·) es F∂V(Λ)-medible, ∀A ∈ FΛ, ∀Λ ∈ S.

Definición 3.1.10. Sea Φ = {ΦΛ / Λ ∈ S} un potencial sobre (ES ,F).
Se dice que Φ es acotado si ΦΛ ∈ L∞(ES ,F ,R), ∀Λ ∈ S.
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Definición 3.1.11. Sea Φ = {ΦΛ/Λ ∈ S} un potencial sobre (ES ,F).
Si Φ es acotado se dice que Φ es sumable si

∑

Λ∈S∩{s}
‖ΦΛ‖L∞ <∞, ∀s ∈ S.

En este caso, pondremos:

‖ΦΛ‖s :=
∑

Λ∈S∩{s}
‖ΦΛ‖L∞ , ∀s ∈ S.

Proposición 3.1.12. Φ = {ΦΛ/Λ ∈ S} un potencial sobre (ES ,F), λ una
medida σ-finita sobre (E, E).

Si Φ es sumable, entonces, Φ es λ-admisible ⇔ λ(E) <∞.
Demostración. ⇐⌋Sean Λ ∈ S, x ∈ ES cualesquiera. Entonces:

exp

(
−

∑

∆∈S∩Λ

Φ∆(ξxS\Λ)

)
≤ exp

(∣∣∣∣∣
∑

∆∈S∩Λ

Φ∆(ξxS\Λ)

∣∣∣∣∣

)

≤ exp

( ∑

∆∈S∩Λ

‖Φ∆‖s

)
∀ξ ∈ EΛ.

Luego:

∫
EΛ

exp(−HΦ
Λ (ξxS\Λ))λ

Λ(dξ) ≤ exp

( ∑

∆∈S∩Λ

‖Φ∆‖s

)
(λ(E))

#(Λ)
<∞

⇒⌋Sean s ∈ S, x ∈ ES cualesquiera. Entonces:

∑

∆∈S∩{s}
Φ∆(ξxS\s}) ≤ ‖Φ‖s <∞ ∀ξ ∈ E.

Luego:

∞ >
∫
E

exp


−

∑

∆∈S∩{s}
Φ∆(ξxS\{s})


λ(dξ) ≥ λ(E)e‖Φ‖s

⇒ λ(E) <∞.

Nota 3.1.13. Se puede ver, por ejemplo en Theorem (4.23) de Georgii
(1988) ([6]), pag. 72 que:
Φ = {ΦΛ/Λ ∈ S} un potencial sobre (ES ,F), λ una medida σ-finita sobre
(E, E), E un espacio métrico separable y completo, E su σ−álgebra de
Borel.
Si Φ es sumable y λ(E) <∞, entonces G(γΦλ ) 6= ∅.
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Es importante entonces estudiar ejemplos de potenciales sumables.

Definición 3.1.14. Sean : V un sistema de vecindades de S, Φ = (ΦΛ)Λ∈S
un potencial sobre (ES ,F). Se dice que Φ es un G = (S, V )-potencial si

ΦΛ = 0 ∀Λ /∈ C(G)
donde

C(G) := {C ∈ S / #(C) = 1 o s ∈ C, t ∈ C, s 6= t⇒ t ∈ Vs} .
A cada elemento de C(G) lo llamaremos G−completo.

Proposición 3.1.15. Sean: V un sistema de vecindades de S, Φ=(ΦΛ)Λ∈S
un potencial sobre (ES ,F), λ una medida σ-finita sobre (E, E). Si Φ es un
G =(S,V)-potencial acotado y λ(E) <∞, entonces Φ es sumable.

Luego, Φ es admisible y G(γΦλ ) 6= ∅.

Demostración. Sea Λ ∈ S cualquiera,
Afirmación 1: Si ∆ ∈ S ∩ Λ y ∆ ∈ C(G) entonces ∆ ⊂ (Λ ∪ ∂V(Λ))

Demostración. Ejercicio.
Luego, cualquiera sea Λ ∈ S, {∆ ∈ S / ∆ ∈ S ∩ Λ y ∆ ∈ C(G)} es

finita.
Como Φ es acotado:

∑

∆∈S∩Λ

‖Φ∆‖L∞ <∞.

En particular
∑

∆∈S∩{s}
‖Φ∆‖L∞ <∞, ∀s ∈ S.

Corolario 3.1.16. Sean: E finito; λ la medida de conteo sobre (E,P(E));
Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F); V un sistema de vecindades de
S. Si Φ es un G-potencial (con G =(S,V)) entonces Φ es sumable y por lo
tanto G(γΦλ ) 6= ∅.
Demostración. Por la Proposición anterior, bastará ver que Φ es acotado,
esto es, que ΦΛ ∈ L∞(ES ,F ,R), ∀Λ ∈ S.

Sea x ∈ ES fijo cualquiera, como ΦΛ es FΛ-medible,

ΦΛ(y) = ΦΛ(yΛxS\Λ) ∀y ∈ E. (1)

Como E es finito y Λ también lo es:

#
({

ΦΛ(ξxS\Λ)/ξ ∈ EΛ
})

<∞.
Luego por (1):

‖ΦΛ‖L∞ = sup
y∈ES

|ΦΛ(y)| <∞.
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Un resultado de interés es el siguiente.

Proposición 3.1.17. Sean: V un sistema de vecindades de S, Φ=(ΦΛ)Λ∈S
un potencial sobre (ES ,F), λ una medida σ-finita sobre (E, E). Si Φ es un
G =(S,V)-potencial λ-admisible, entonces γΦλ es G-markoviana.

Demostración. Sean: Λ ∈ S, A ∈ FΛ. Debemos probar que γΦΛ,λ(A|·) es
F∂V(Λ)-medible.

Como γΦΛ,λ(A|·) es F-medible, por Lema útil, bastará ver que:

x ∈ ES , y ∈ ES , σ∂V(Λ)(x) = σ∂V(Λ)(y)⇒ γΦΛ,λ(A|x) = γΦΛ,λ(A|y). (1)

Entonces, sean x ∈ ES , y ∈ ES tales que σ∂V(Λ)(x) = σ∂V(Λ)(y).
Afirmación 1: Si ∆ ∈ S ∩ Λ⇒ Φ∆(ξxS\Λ) = Φ∆(ξyS\Λ) ∀ξ ∈ EΛ.
Supongamos cierta esta afirmación. Como A ∈ FΛ, ∃B ∈ EΛ tal que

A = σ−1
Λ (B).

Luego:

1A(ξxS\Λ) = 1A(ξyS\Λ) ∀ξ ∈ EΛ. (2)

Por la Afirmación 1:

HΦ
Λ (ξxS\Λ) = HΦ

Λ (ξyS\Λ) ∀ξ ∈ EΛ. (3)

Luego:

ZΦ
Λ,λ(x) = ZΦ

Λ,λ(y). (4)

Por (3) y (4) tenemos entonces:

̺ΦΛ,λ(ξxS\Λ) = ̺ΦΛ,λ(ξyS\Λ) ∀ξ ∈ EΛ.

De aqúı y de (2) por definición de γΦΛ,λ se tiene:

γΦΛ,λ(A|x) = γΦΛ,λ(A|y).

Veamos la prueba de la Afirmación 1.
Si Φ∆ = 0 no hay nada que probar.
Supongamos, entonces que Φ∆ 6= 0⇒ ∆ ∈ C(G).
Por la afirmación de la proposición anterior se tiene que

∆ ⊂ (Λ ∪ ∂V(Λ)) .

Como ΦΛ es FΛ-medible y σ∂V(Λ)(x) = σ∂V(Λ)(y), se tiene que

Φ∆(ξxS\Λ) = Φ∆(ξyS\Λ)∀ξ ∈ EΛ.
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3.2 Ejemplos de Potenciales y distribuciones
de Gibbs

En esta Sección usaremos la siguiente notación.

Notación 3.2.1. Sean: d = 1 o d = 2. S = Zd.

a) Si s y t están en Z, pondremos.

‖s− t‖1 := |s− t| .

Si s = (s1, s2) y t = (t1, t2) están en Z× Z pondremos,

‖s− t‖1 := |s1 − t1|+ |s2 − t2| .

b) Para cada δ ∈ N y s ∈ S sea

Vδ
s := {t ∈ S\ {s} / ‖s− t‖1 ≤ δ} .

Pondremos:
Vδ :=

{
Vδ
s/s ∈ S

}
.

Proposición 3.2.2. Vδ es un sistema de vecindades sobre S. Pondremos
Gδ := (S, Vδ) el grafo sobre S inducido por V δ.

Demostración. Ejercicio.

Ejemplo 3.2.3 (Modelo de Ising). Sean: E := {−1,+1} . (d = 1 o 2).

a) Modelo de Ising sin campo externo.

Sea β ∈ R; Φβ =
(
Φβ

Λ

)
Λ∈S

con

Φβ
Λ(x) =

{
βx(s)x(t) si {s, t} = Λ ⊂ V1

s ∪ {s} s 6= t.
0 c.c.

b) Modelo de Ising con campo externo.

Sea α, β ∈ R; Φβ =
(
Φ

(α,β)
Λ

)
Λ∈S

con

Φ
(α,β)
Λ (x) =





αx(s) si {s} = Λ
βx(s)x(t) si {s, t} = Λ ⊂ V1

s ∪ {s} s 6= t.
0 c.c.

Afirmación: Φβ
Λ y Φ

(α,β)
Λ son Gδ−potenciales (δ ≥ 1). Luego, por

Corolario 3.1.16 si λ es la medida de conteo sobre (E,P(E)) tenemos
que

G(γΦβ

λ ) 6= ∅ y G(γΦ(α,β)

λ ) 6= ∅.
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Ejemplo 3.2.4 (Modelo de Ising con espacio de estados E={0,1} o modelo
de “presencia-ausencia”). Sean: E := {0, 1} a, b ∈ R. (d = 1 o 2).

Sea Φ(a,b) := (Φ
(a,b)
Λ )Λ∈S con Φ

(a,b)
Λ definido como Φ

(α,β)
Λ del ejemplo

anterior.

Nota 3.2.5 (Algunas precisiones en el caso S finito). Supongamos S finito
(E, E); (ES ,F) como al inicio de esta Sección.

Luego:

HΦ
S (x) =

∑

∆∈S
Φ∆(x),

hΦS (x) = exp(−HΦ
S (x)).

Sea λ una medida σ-finita sobre (E, E). Supongamos que Φ es λ-admisible.
En este caso ZΦ

S,λ es la constante dada por

ZΦ
S,λ =

∫
ES

exp(−HΦ
Λ (ξ))λ

S(dξ);

̺ΦS,λ(x) : E
S 7−→ [0,+∞) dada por:

̺ΦS,λ(x) :=
hΦS (x)

ZΦ
S,λ

.

γΦS,λ será la probabilidad sobre (ES ,F) con densidad (con respecto a la

medida λS) ̺ΦS,λ. Esto es

γΦS,λ(A) =
∫
A

̺ΦS,λ(x)λ
S(dx) A ∈ F .

Por la Proposición 3.1.3 tenemos que:

Λ ∈ S con Λ 6= S ⇒ γΦΛ,λ(A | ·) ∈ γΦS,λ(A | JΛ), A ∈ F ,

(donde JΛ = FS\Λ por definición).
Luego γΦS,λ ∈ G(γΦλ ).
Por otra parte, si µ ∈ G(γΦλ ) por definición debe ser

∫
γΦS,λ(A)dµ = µ(A),

luego:
µ(A) = γΦS,λ(A).

Por lo tanto, si S es finito:

G(γΦλ )=
{
γΦS,λ

}
.
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Es de interés, dentro de este caso (S finito) la siguiente situación:
E finito, λ la medida de conteo.
En este caso para abreviar la notación, dejaremos de lado el śımbolo

“λ” en lo anterior.
Como E y S son finitos; ES también lo es y si E = P(E), entonces

F = P(ES).
Por otra parte, en este caso, cualquiera sea el potencial Φ = (ΦΛ)Λ∈S

(S = P(S)\{∅}) es λ-admisible. También: ∀x ∈ ES .

HΦ
S (x) =

∑

Λ∈S
ΦΛ(x),

ZΦ
S =

∑

x∈ES

exp(−HΦ
S (x)),

̺ΦS (x) =
exp(−HΦ

S (x))

ZΦ
S

,

γΦS ({x}) = ̺ΦS (x).

Notemos entonces que γΦS ({x}) > 0 ∀x ∈ ES .
Sea ahora Λ ∈ S, Λ 6= S. Como γΦΛ(A | ·) ∈ γΦS (A | JΛ) ∀A ∈ ES , se

tiene entonces:

̺ΦΛ(y) =
̺ΦS (y)∑

ξ∈ES

̺ΦS (ξyS\Λ)
, y ∈ ES .

En particular, cuando Λ = {s}, ̺ΦΛ(y) se llama caracteŕıstica local
de y en s asociada a γΦS .

En general, cuando E y S son finitos y F = P(ES), si π es una
probabilidad nunca nula sobre (ES ,F), entonces

πs(y) :=
π({y})∑

ξ∈E

π({ξyS\{s}})
,

que por definición es la caracteŕıstica local de y ∈ ES en s asociada
a π, caracteriza a π en el sentido siguiente:

Sean π y µ dos probabilidades nunca nulas sobre (ES ,F). Si πs(y) =
µs(y) ∀y ∈ ES , ∀s ∈ S, entonces π = µ. (Ver, por ejemplo: Bustos y
Ojeda (1994) [3]).

Ejemplo 3.2.6 (Modelo de Ising Anisotrópico). Sean: E = {−1,+1} ;
para cada s = (s1, s2) ∈ S definimos

V1
s,V : = {(s1, s2 − 1), (s1, s2 + 1)} .
V1
s,H : = {(s1 − 1, s2), (s1 + 1, s2)} .
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a) Modelo de Ising anisotrópico sin campo externo.

Sean βH , βV ∈ R; Φ(βH ,βV ) =
(
Φ

(βH ,βV )
Λ

)
Λ∈S

con

Φ
(βH ,βV )
Λ (x) =





βV x(s)x(t) si {s, t} = Λ ⊂ V1
s,V ∪ {s} s 6= t

βHx(s)x(t) si {s, t} = Λ ⊂ V1
s,H ∪ {s} s 6= t

0 c.c. .

b) Modelo de Ising anisotrópico con campo externo.

Sea α, βH , βV ∈ R; Φ(α,βH ,βV ) =
(
Φ

(α,βH ,βV )
Λ

)
Λ∈S

con

Φ
(α,βH ,βV )
Λ (x) =





αx(s) si {s} = Λ, s ∈ S
βV x(s)x(t) si {s, t} = Λ ⊂ V1

s,V ∪ {s} s 6= t

βHx(s)x(t) si {s, t} = Λ ⊂ V1
s,H ∪ {s} s 6= t

0 c.c. .

Afirmación: Φ
(βH ,βV )
Λ y Φ

(α,βH ,βV )
Λ son Gδ-potenciales (δ ≥ 1). Luego,

por Corolario 3.1.16 si λ es la medida de conteo sobre (E,P(E)) tenemos
que

G
(
γΦ

(βH,βV )

λ

)
6= ∅ y G

(
γΦ

(α,βH,βV )

λ

)
6= ∅.

Ejemplo 3.2.7 (Modelo de Potts-Strauss). Sean E:={a0, a1, . . ., ak−1} un
conjunto finito cualquiera; E = P(E) (k ≥ 2).

Para cada t = 0, 1, , . . . , k − 1 sea αt ∈ R.
Para cada 0 ≤ t < l ≤ k − 1 sea β(t,l) ∈ R.
Para cada Λ ∈ S sea ΦΛ : ES → R dada por

ΦΛ(x) =





αt si Λ = {i} y x(i) = at
β(t,l) si Λ = {i, j} con j ∈ V1

i y {x(i), x(j)} = {at, al}
0 c.c. .

Si λ es la medida de conteo sobre (E,P(E)), por Corolario 3.1.16 te-
nemos que

G(γΦλ ) 6= ∅ con γΦλ :=
(
γΦΛ,λ

)
Λ∈S .

Ejemplo 3.2.8 (Un Potencial Paramétrico General). Sea E y S como al
inicio de este Caṕıtulo. Sea C ⊂ S (no vaćıa).

Para cada C ∈ S sean: θC ∈ Rpc ; φC : ES → Rpc FC-medible, con
pc ≥ 1 entero.

Para cada Λ ∈ S sea:

ΦΛ ≡ 0 si Λ /∈ C
ΦC(x) = θtCφC(x) con x ∈ ES , C ∈ C.

A los fines de inferencia se supone que φC es conocida, ∀C ∈ C.
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3.3 Potenciales Normalizados e Identificables

Definición 3.3.1. Sean: Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F); a ∈ E.
Se dice que Φ es a-normalizado si es cierta la siguiente propiedad:(

x ∈ ES ,∃s ∈ Λ tal que x(s) = a
)
⇒ ΦΛ(x) = 0.

Definición 3.3.2. Se dice que f : ES → R es local si ∃Λ ∈ S tal que f es
FΛ-medible.

Nota 3.3.3. Si S es finito, entonces toda f : ES → R F-medible es local.

Notación 3.3.4. Para cada Λ ∈ S sea

LΛ :=
{
f : ES → R / f es acotada y FΛ-medible

}
.

Sea
L :=

⋃

Λ∈S
LΛ.

Definición 3.3.5. Se dice que f : ES → R F-medible es quasilocal si
∃(fn)n≥1 sucesión de funciones locales tal que:

1. f − fn ∈ L∞(ES ,F ,R), ∀n ≥ 1.

2. ‖f − fn‖L∞ −→
n→∞

0.

Proposición 3.3.6. Sea f ∈ L∞(ES ,F ,R). Entonces f es quasilocal si y
sólo si f ∈ L̄ (clausura de L en L∞(ES ,F ,R)).
Demostración. Ejercicio.

Notación 3.3.7. Sea f : ES → R (función cualquiera); Λ ∈ S ponemos:

OΛ(f) := sup ({|f(x)− f(x′)| / xΛ = x′Λ}) .

Notemos que si Λ1 ⊂ Λ2 y ambos están en S, entonces: OΛ2
(f) ≤

OΛ1
(f).

Proposición 3.3.8. Sea f : ES → R F-medible. Entonces f es quasilocal
si y sólo si

O(f) := inf
Λ∈S

OΛ(f) = 0.

Demostración. ⇒⌋ Sea ε > 0 cualquiera. Como f es quasilocal, ∃Λ ∈ S,
φΛ : EΛ → R EΛ-medible tal que

‖f − φΛ ◦ σΛ‖L∞ < ε/2.

Sean ahora x y x′ en ES tales que xΛ = x′Λ ⇒ (φΛ ◦ σΛ)(x) =
(φΛ ◦ σΛ)(x

′).
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Luego

|f(x)− f(x′)| ≤ |f(x)− (φΛ ◦ σΛ)(x)|+|f(x′)− (φΛ ◦ σΛ)(x
′)| < ε

2
+
ε

2
= ε.

Luego OΛ(f) ≤ ε y por lo tanto O(f) ≤ ε.
Por la arbitrariedad de ε se sigue que O(f) = 0.
⇐⌋ Sea ǫ > 0 cualquiera.
Sea Λ1 ∈ S tal que OΛ1

(f) < ǫ.
Sea Λ ∈ S tal que Λ1 ⊂ Λ⇒ OΛ(f) < ǫ
Sea x ∈ ES y φΛ : EΛ → R definida por

φΛ(ξ) = f(ξxS\Λ) ∀ξ ∈ EΛ.

Luego φΛ ◦ σΛ es local y ∀z ∈ ES tenemos

|f(z)− (φΛ ◦ σΛ)(z)| =
∣∣f(zΛzS\Λ)− f(zΛxS\Λ)

∣∣ ≤ OΛ(f) < ǫ.

Luego

‖f − φΛ ◦ σΛ‖L∞ < ǫ.

Por lo tanto, f es quasilocal.

Nota 3.3.9. Asumimos sin demostración los dos siguientes resultados.
Su demostración puede verse en el libro: Georgii (1998)[6], pag.32.

Nota 3.3.10. a) Si E es separable (no necesariamente completo), en-
tonces:

f : ES → R uniformemente continua⇒ f es quasilocal.

b) Si E es finito, entonces

f : ES → R uniformemente continua⇔ f es quasilocal.

De ahora en adelante en esta Sección sean: λ una medida σ-finita sobre
(E, E); Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,FF ) λ-admisible; (̺ΦΛ,λ)Λ∈S ,
(ZΦ

Λ,λ)Λ∈S y (γΦΛ,λ)Λ∈S como en la Proposición 3.1.3.

Pondremos:

γΦλ := (γΦΛ,λ)Λ∈S .

Sea f : ES → R F-medible. Sean Λ ∈ S, x ∈ ES , siempre que tenga
sentido pondremos:

γΦΛ,λ(f)(x) :=
∫
EΛ

f(ξxS\Λ)̺
Φ
Λ,λ(ξxS\Λ)λ

Λ(dξ).
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Definición 3.3.11. Se dice que γΦλ es quasilocal si:

Λ ∈ S, f∈ L ⇒γΦΛ,λ(f) ∈ L̄.

Nota 3.3.12. En la misma pag. 32 del ya citado libro de Georgii se puede
probar la siguiente afirmación:

Se cumplen las siguientes propiedades:

a) ̺ΦΛ,λ local ∀Λ ∈ S ⇒ γΦλ es quasilocal.

b) ̺ΦΛ,λ quasilocal ∀Λ ∈ S y λ(E) <∞⇒ γΦλ es quasilocal.

c) HΦ
Λ local ∀Λ ∈ S ⇒ γΦλ es quasilocal.

d) Supongamos: E finito, λ la medida de conteo, γ una especificación
sobre (ES ,P(E)S). Para cada Λ ∈ S sea ρΛ : ES → R dada por

ρΛ(x) = γΛ(1σ−1
Λ ({xΛ}))(x) (3.2)

Si γ es quasilocal, entonces ρΛ ∈ L̄ ∀Λ ∈ S.

Definición 3.3.13. Φ = (ΦΛ)Λ∈S un potencial . Se dice que Φ es de
rango finito si:

para cada s ∈ S,∃Λs ∈ S tal que:

s ∈ ∆ ∈ S y ∆ ∩ Λc
s 6= ∅ ⇒ Φ∆ ≡ 0.

Proposición 3.3.14. Sean: λ una medida σ-finita sobre (E, E); Φ =
(ΦΛ)Λ∈S un potencial sobre (ES ,F) λ-admisible de rango finito. Entonces
̺ΦΛ,λ es local ∀Λ ∈ S.

Demostración. Sea Λ ∈ S cualquiera y sea ∆ ∈ S ∩ Λ tal que Φ∆ 6≡ 0.
Luego:

Λ ⊂
⋃

s∈Λ

Λs =: Λ∗ ∈ S.

Por consiguiente, HΦ
Λ es FΛ∗ -medible. De aqúı se deduce fácilmente que

̺ΦΛ,λ es FΛ∗-medible.

Proposición 3.3.15. Sean: V un sistema de vecindades de S, G =(S,V),
Φ = (ΦΛ)Λ∈S un G−potencial. Entonces Φ es de rango finito.

Demostración. Ejercicio.

Corolario 3.3.16. Sean: λ una medida σ-finita, V un sistema de vecin-
dades de S, G =(S,V), Φ = (ΦΛ)Λ∈S un G-potencial λ-admisible. Entonces
̺ΦΛ,λ es local ∀Λ ∈ S. Luego γΦλ es quasilocal.
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Definición 3.3.17. Sea Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F). Se
dice que Φ es uniformemente convergente (en śımbolos u.c.) si para
cada Λ0 ∈ S se cumple:

Dado ε > 0,∃∆0 ∈ S tal que

∆0 ⊂ ∆ ∈ S ⇒

∣∣∣∣∣∣
HΦ

Λ0
(x)−

∑

Λ∈S∩Λ0,Λ⊂∆

ΦΛ(x)

∣∣∣∣∣∣
< ε,∀x ∈ ES .

Proposición 3.3.18. Sea Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F). Si Φ
es de rango finito, entonces Φ es u.c.

Demostración. Ejercicio.

Nota 3.3.19. Por esta última Proposición y por la Proposicion 3.3.15 se
deduce que:

Sean: V un sistema de vecindades de S, G =(S,V), Φ = (ΦΛ)Λ∈S un
G-potencial. Entonces Φ es u.c.

Definición 3.3.20. Sean Φ = (ΦΛ)Λ∈S y Ψ = (ΨΛ)Λ∈S dos potenciales
sobre (ES ,F). Se dice que Ψ y Φ son equivalentes (en śımbolos Ψ ∼ Φ)
si:

Λ ∈ S ⇒ HΦ
Λ −HΨ

Λ es FS\Λ-medible.

Proposición 3.3.21. Sean a ∈ E; Φ = (ΦΛ)Λ∈S y Ψ = (ΨΛ)Λ∈S dos
potenciales sobre (ES ,F) a-normalizados. Si Ψ ∼ Φ, entonces ΨΛ = ΦΛ

∀Λ ∈ S.

Demostración. Procedemos por inducción sobre #(Λ).
Caso 1: s ∈ S, Λ := {s}.

Sea x ∈ Es.
Sea

y = xsaS\{s}.

Esto es:

σt(y) =

{
a ∀t 6= s
xs t = s.

Como ΦΛ y ΨΛ son FΛ-medibles, ∃φ : EΛ → R y ψ : EΛ → R EΛ-
medibles tales que: ΦΛ = φ ◦ σΛ y ΨΛ = ψ ◦ σΛ.

Luego
ΦΛ(x) = ΦΛ(y) y ΨΛ(x) = ΨΛ(y). (1)

Sea ahora ∆ ∈ S ∩ Λ con #(∆) ≥ 2. Como Φ = (ΦΛ)Λ∈S y Ψ =
(ΨΛ)Λ∈S son a-normalizados se tiene que

Φ∆(y) = Ψ∆(y) = 0 (2)
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Luego:
HΦ

Λ (y) = ΦΛ(y) y HΨ
Λ (y) = ΨΛ(y). (3)

Como HΦ
Λ −HΨ

Λ es FS\Λ-medible, tenemos que:

HΦ
Λ (ξyS\Λ)−HΨ

Λ (ξyS\Λ) = HΦ
Λ (ηyS\Λ)−HΨ

Λ (ηyS\Λ), ∀ξ, η ∈ E. (4)

Como Φ = (ΦΛ)Λ∈S y Ψ = (ΨΛ)Λ∈S son a-normalizados se tiene que:

HΦ
Λ (ayS\Λ) = HΦ

Λ (ã) = 0

HΨ
Λ (ayS\Λ) = HΨ

Λ (ã) = 0

donde ã es el elemento de ES dado por

σt(ã) = a ∀t ∈ S.

Luego por (4) con η = a, tenemos que

HΦ
Λ (y)−HΨ

Λ (y) = 0.

Luego, por (3):
ΨΛ(y) = ΦΛ(y),

y por (1):
ΨΛ(x) = ΦΛ(x).

La Proposición está probada para el Caso 1.
Caso General: #(Λ) = n ≥ 2 y por hipótesis inductiva supongamos

que
Φ∆ = Ψ∆ ∀∆ ∈ S con #(∆) ≤ n− 1. (5)

Sea x ∈ Es.
Sea

y = xΛaS\Λ,

razonando como en el Caso 1, tenemos:

ΦΛ(x) = ΦΛ(y) y ΨΛ(x) = ΨΛ(y). (6)

También:

HΦ
Λ (y) =

∑

∆∈S
∆⊂Λ

Φ∆(y)

HΨ
Λ (y) =

∑

∆∈S
∆⊂Λ

Ψ∆(y).

Por la hipótesis inductiva (5), tenemos:

HΦ
Λ (y)−HΨ

Λ (y) = ΦΛ(y)−ΨΛ(y). (7)
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Como HΦ
Λ −HΨ

Λ es FS\Λ-medible:

(HΦ
Λ −HΨ

Λ )(y) = HΦ
Λ (ã)−HΨ

Λ (ã) = 0.

Luego por (7):
ΨΛ(y) = ΦΛ(y).

Y por (6) queda probado entonces

ΨΛ(x) = ΦΛ(x).

Nota 3.3.22. Sean: A ∈ S∪{∅}, a ∈ E. Pondremos F(a,A) para denotar
el conjunto de todas las funciones f : ES → R tales que faC es FC-medible,
∀C ⊂ A siendo faC : ES → R definida por

faC(x) = f(xCaS\C), ∀x ∈ ES . (3.3)

En esta notación si C = ∅ ponemos:

fa∅ (x) = f(ã) ∀x ∈ ES,

con ã el elemento de ES dado por:

ã(s) = a ∀s ∈ S.

Por el Teorema de Fubini se tiene que si f : ES → R es F-medible,
entonces f ∈ F(a,A).

Para cada f ∈ F(a,A) definimos.

p(a,A)(f)(x) :=
∑

C⊂A

(−1)#(A\C)faC(x) ∀x ∈ ES .

Proposición 3.3.23. Sean: a ∈ E; A ∈ S ∪ {∅}. Entonces

a) f ∈ F(a,A)⇒ p(a,A)(f) es FA-medible (F∅ := {∅, ES}).
b) f ∈ F(a,A)⇒ faA(x) =

∑
C⊂A

p(a,C)(f)(x) ∀x ∈ ES .

c) ∅ 6= B ⊂ A⇒ p(a,A)(f)
a
S\B(x) = 0, ∀x ∈ ES∀f F−medible.

Demostración.

a) es fácil.

b) se demuestra aplicando la proposición de más abajo (Fórmula de Möbius)
con

Φ(A) := p(a,A)(f)(x)

y
Ψ(A) := faA(x), x ∈ ES fijo cualquiera.
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Proposición 3.3.24 (Fórmula de Möbius). Sean Φ : S ∪ {∅} → R
y Ψ : S ∪ {∅} → R. Son equivalentes:

Φ(A) =
∑

B⊂A

(−1)#(A\B)Ψ(B), A ∈ S ∪ {∅}

y

Ψ(A) =
∑

B⊂A

Φ(B), A ∈ S ∪ {∅}.

La demostración de estas fórmulas queda como ejercicio.

c) Notemos que es suficiente probarla para el caso #(B) = 1.

Sea entonces B = {s} ⊂ A con s ∈ S cualquiera. Sean x ∈ ES cualquiera
y pongamos y = aBxS\B.

Entonces

p(a,A)(f)
a
S\B(x) = p(a,A)(f)(y) =

∑

s/∈C⊂A

[
(−1)#(A\C)faC(y) + (−1)#(A\(C∪{s}))faC∪{s}(y)

]
= (1).

Ahora es fácil ver que

s /∈ C ⇒ faC(y) = faC(x) y f
a
C∪{s}(y) = faC(x).

Luego

(1) =
∑

s/∈C⊂A

[
(−1)#(A\C)faC(x) + (−1)#(A\C)faC(x)

]
= 0.

Hasta el final de esta Sección sean:

• λ una medida σ-finita sobre (E, E).
• Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F) λ-admisible.

• Para cada Λ ∈ S y cada x ∈ ES , existe en R

HΦ
Λ (x) :=

∑

∆∈S∩Λ

Φ∆(x).

• ZΦ
Λ,λ(x) =

∫
EΛ exp(−HΦ

Λ (ξxS\Λ))λ
Λ(dξ).

̺ΦΛ,λ(x) =
exp(−HΦ

Λ (x))

ZΦ
Λ,λ(x)

·

γΦΛ,λ(A | x) :=
∫
EΛ 1A(ξxS\Λ)̺ΦΛ,λ(ξxS\Λ)λ

Λ(dξ) A ∈ F .
γΦλ = (γΦΛ,λ)Λ∈S .
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Proposición 3.3.25. Sean: a ∈ E, Λ ∈ S, ∆ ∈ S, Λ ⊂ ∆.

a) ln(̺ΦΛ)(aΛxS\Λ)− ln(̺ΦΛ)(x) =

HΦ
Λ (x)−HΦ

Λ (aΛxS\Λ) =

HΦ
∆(x)−HΦ

∆(aΛxS\Λ) =

ln(̺Φ∆)(aΛxS\Λ)− ln(̺Φ∆)(x) x ∈ ES .

b) p(a,Λ)(ln(̺
Φ
Λ)) = p(a,Λ)(ln(̺

Φ
∆))

Demostración.

Parte a) ln(̺ΦΛ)(aΛxS\Λ)− ln(̺ΦΛ)(x) = ln
(

̺Φ
Λ(aΛxS\Λ)

̺Φ
Λ(x)

)

= ln




exp(−HΦ
Λ(aΛxS\Λ))

ZΦ
Λ,λ

(aΛxS\Λ)

exp(−HΦ
Λ

(x))

ZΦ
Λ,λ

(x)


 = (1)

Como ZΦ
Λ,λ es FS\Λ-medible, tenemos que

ZΦ
Λ,λ(aΛxS\Λ) = ZΦ

Λ,λ(x).

Luego

(1) = ln

(
exp(−HΦ

Λ (aΛxS\Λ))

exp(−HΦ
Λ (x))

)
= HΦ

Λ (x)−HΦ
Λ (aΛxS\Λ).

Como Λ ⊂ ∆, S\∆ ⊂ S\Λ. Luego ZΦ
∆,λ es FS\Λ-medible, pues es

FS\∆-medible.

Por lo tanto, con un razonamiento similar al de recién, se prueba que:

ln(̺Φ∆)(aΛxS\Λ)− ln(̺Φ∆)(x) = HΦ
∆(x)−HΦ

∆(aΛxS\Λ).

Ahora
HΦ

∆(x)−HΦ
Λ (x) =

∑

A∈S∩∆

ΦA(x)−
∑

A∈S∩Λ

ΦA(x) = (2).

Ahora S ∩ Λ⊂ S ∩∆. Luego:

(2) =
∑

A∈S∩∆
A⊂S\Λ

ΦA(x) = (3).

Como ΦA es FA-medible, se sigue que (3) es FS\Λ-medible. Luego:

(3) =
∑

A∈S∩∆
A⊂S\Λ

ΦA(x) = HΦ
∆(aΛxS\Λ)−HΦ

Λ (aΛxS\Λ).
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Por lo tanto:

HΦ
∆(x)−HΦ

∆(aΛxS\Λ) = HΦ
Λ (x)−HΦ

Λ (aΛxS\Λ).

Con lo cual a) está probada.

Parte b) p(a,Λ)(ln(̺
Φ
Λ))(x)− p(a,Λ)(ln(̺

Φ
∆))(x) =

∑
C⊂Λ

(−1)#(Λ\C)(ln(̺ΦΛ)(xCaS\C)− ln(̺Φ∆)(xCaS\C)) = (4).

Ahora, sea C ⊂ Λ. Sea y = xCaS\C . Por lo visto en a):

ln(̺ΦΛ)− ln(̺ΦΛ) = −(ln(̺ΦΛ)(aΛyS\Λ)− ln(̺Φ∆)(aΛyS\Λ)).

Pero aΛyS\Λ = ã pues C ⊂ Λ. Entonces

(4) = −(ln(̺ΦΛ)(a)− ln(̺Φ∆)(a))
∑

C⊂Λ

(−1)#(Λ\C) = 0

pues
∑

C⊂Λ

(−1)#(Λ\C) = 0.

Notación 3.3.26. Sean: Λ ∈ S, x ∈ ES , f : ES 7−→ R. Pondremos

OΛ(f)(x) := sup
ξ∈ES\Λ

|f(xΛξ)− f(x)| .

Notemos que:

Λ1 ⊂ Λ2 ⇒ OΛ2
(f)(x) ≤ OΛ1

(f)(x).

Definición 3.3.27. Sea x ∈ ES , f : ES 7−→ R. Llamaremos oscilación
de f en x al infinito a:

O∞(f)(x) := inf
Λ∈S

OΛ(f)(x).

Ejercicio 3.3.28. Para cada n = 1, 2, ... sea Λn ∈ S y tal que:

• Λ1 ⊂ Λ2 ⊂ .... y

• Λ ∈ S ⇒ ∃n tal que Λ ⊂ Λn.

Entonces
O∞(f)(x) = lim

n→∞
OΛn

(f)(x).
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Teorema 3.3.29. Supongamos que

O∞(̺ΦΛ)(x) = 0, x ∈ ES ,Λ ∈ S. (0)

Sea a ∈ E, para cada Λ ∈ S sea Φa
Λ : ES 7−→ R dada por

Φa
Λ(x) = −p(a,Λ)(ln(̺

Φ
Λ))(x)

= −
∑

C⊂Λ

(−1)#(Λ\C)(ln(̺ΦΛ))
a
C(x).

Para cada Λ ∈ S, ∆ ∈ S con Λ ⊂ ∆ sea

HΦa

Λ,∆(x) :=
∑

A∈S∩Λ,A⊂∆

Φa
A(x).

Entonces

a) Φa
Λ es FΛ-medible,∀Λ ∈ S.

b) Para cada Λ ∈ S y x ∈ ES se tiene que:

(b1) Existe lim
Λ⊂∆↑S

HΦa

Λ,∆(x) y

(b2) HΦa

Λ (x) := lim
Λ⊂∆↑S

HΦa

Λ,∆(x) = HΦ
Λ (x)−HΦ

Λ (aΛxS\Λ).

Luego Φa = (Φa
Λ)Λ∈S es un potencial cuyo hamiltoniano satisface (b2).

c) Φa es λ-admisible.

d) Φ ∼ Φa (esto es: HΦ
Λ −HΦa

Λ es FS\Λ-medible ∀Λ ∈ S).

e) ̺ΦΛ,λ = ̺Φ
a

Λ,λ ∀Λ ∈ S.

f) γΦΛ,λ(A | x) = γΦ
a

Λ,λ(A | x) Λ ∈ S, A ∈ F , x ∈ ES .

g) G(γΦλ ) = G(γΦ
a

λ ).

Demostración.

Parte a) Sigue de a) de la Proposición 3.3.23.

Parte b) Supongamos probada la siguiente

Afirmación 1: HΦa

Λ,∆(x) = HΦ
Λ (x∆aS\∆)−HΦ

Λ (aΛx∆\ΛaS\∆)

De aqúı, por la Proposición 3.3.25 se tiene que

HΦa

Λ,∆(x) = ln(̺ΦΛ)(aΛx∆\ΛaS\∆)− ln(̺ΦΛ)(x∆aS\∆).
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Por (0) y la continuidad de ln se tiene que

lim
Λ⊂∆↑S

HΦa

Λ,∆(x) = ln(̺ΦΛ)(aΛxS\Λ)− ln(̺ΦΛ)(x) = (1).

De aqúı y por la Proposición 3.3.25 se tiene que

(1) = HΦ
Λ (x)−HΦ

Λ (aΛxS\Λ),

lo cual prueba b).

Dem. de la Afirmación 1.

HΦ
Λ,∆(x) =

∑

A⊂∆

Φa
A(x)−

∑

A⊂(∆\Λ)

Φa
A(x) =

= −
∑

A⊂∆

p(a,A)(ln(̺
Φ
A))(x) +

∑

A⊂(∆\Λ)

p(a,A)(ln(̺
Φ
A))(x)

b) Prop. 3.3.25
=

= −
∑

A⊂∆

p(a,A)(ln(̺
Φ
∆))(x) +

∑

A⊂(∆\Λ)

p(a,A)(ln(̺
Φ
∆))(x) =

a) Prop. 3.3.23
= −

∑

A⊂∆

p(a,A)(ln(̺
Φ
∆))(x∆aS\∆)+

∑

A⊂(∆\Λ)

p(a,A)(ln(̺
Φ
∆))(x∆\ΛaS\(∆\Λ))

Möbius
= − ln(̺Φ∆)(x∆aS\∆) + ln(̺Φ∆)(x∆\ΛaS\(∆\Λ))

= − ln(̺Φ∆)(y) + ln(̺Φ∆)(aΛyS\Λ) = (2)

con
y = x∆aS\∆.

Por a) de la Proposición 3.3.25 tenemos:

(2) = HΦ
∆(y)−HΦ

∆(aΛyS\Λ) = HΦ
∆(x∆aS\∆)−HΦ

∆(aΛx∆aS\∆).

Parte c) Por (b2):

(3) = exp(−HΦa

Λ (x)) = exp(−HΦ
Λ (x)). exp(H

Φ
Λ (aΛxS\Λ)).

Luego:

∫
EΛ

exp(−HΦa

Λ (ξxS\Λ))λ
Λ(dξ) = exp(HΦ

Λ (aΛxS\Λ))

×
∫
EΛ

exp(−HΦ
Λ (ξxS\Λ))λ

Λ(dξ) <∞.
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Parte d) Es inmediata por (b2).

Parte e) Sigue de (3) en la prueba de la Parte c).

Parte f) Es inmediata por la Parte e).

Parte g) µ ∈ G(γΦλ ) ⇔ γΦΛµ = µ ∀Λ ∈ S Por f)⇔ γΦ
a

Λ µ = µ ∀Λ ∈ S ⇔ µ ∈
G(γΦa

λ ).

Nota 3.3.30. Por la Proposición 3.3.21 se tiene que si Ψ es otro potencial
a-normalizado (a ∈ E como en el Teorema 3.3.29) tal que Ψ ∼ Φ, entonces
ΨΛ = Φa

Λ ∀Λ ∈ S.
Proposición 3.3.31. Consideremos el Teorema 3.3.29.

Entonces: ∀Λ ∈ S y ∀x ∈ ES :

Φa
Λ(x) =

∑

C⊂Λ

(−1)#(Λ\C)HΦ
Λ (xCaS\C)

=
∑

Λ⊂∆∈S

∑

C⊂Λ

(−1)#(Λ\C)Φ∆(xCaS\C).

Demostración. Ejercicio. (Tener en cuenta que Φ∆ es F∆-medible ∀∆ ∈
S y c) de la Proposición 3.3.23).

Lema 3.3.32. Una condición suficiente para (0) del Teorema 3.3.29. Sea
f : ES 7−→ R F-medible. Si f es quasilocal, entonces

O∞(f)(x) = 0 ∀x ∈ ES .

Demostración. Sea ε > 0. Como f es quasilocal, ∃Λ ∈ S y fΛ : ES 7−→ R
FΛ-medible, tal que:

‖f − fΛ‖∞ <
ε

2
⇔ sup

x
|f(x)− fΛ(x)| <

ε

2
.

Sea ξ ∈ ES\Λ cualquiera. Como fΛ es FΛ−medible.se tiene que:

∀x ∈ ES
∣∣f(x)− f(xΛξ)

∣∣ ≤
∣∣f(xΛξ)− fΛ(xΛξ)

∣∣+
∣∣f(x)− fΛ(xΛxS\Λ)

∣∣ < ε

2
+
ε

2
= ε.

3.3.1 El potencial Φa para distintos ejemplos

Ejemplo 3.3.33 (Continuación del Ejemplo 3.2.3). Sea β ∈ R. Sea

Φ{s,t}(x) = βx(s)x(t) si t ∈ V 1
s

ΦΛ ≡ 0 en todo otro caso.
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Entonces para a = −1 se tiene:

Φa
{s}(x) = 8β si x(s) = 1

Φa
{s,t}(x) = 4β si t ∈ V 1

s , x(s) = x(t) = 1

Φa
Λ ≡ 0 para cualquier otro Λ ∈ S.

Ejemplo 3.3.34 (Continuación del Ejemplo 3.2.3). Sean α y β ∈ R

Φ{s}(x) = αx(s)

Φ{s,t}(x) = βx(s)x(t) si t ∈ V 1
s

ΦΛ ≡ 0 en todo otro caso.

Entonces, para a = −1 se tiene:

Φa
{s}(x) = −2α+ 8β si x(s) = 1

Φa
{s,t}(x) = 4β si t ∈ V 1

s , x(s) = x(t) = 1

Φa
Λ ≡ 0 para cualquier otro Λ ∈ S.

Ejemplo 3.3.35 (Continuación del Ejemplo 3.2.4). Sean E = {0, 1}; β ∈
R.

Φ{s,t}(x) = βx(s)x(t) si t ∈ V 1
s

ΦΛ ≡ 0 en todo otro caso.

Si a = 0, evidentemente Φ está a-normalizado.
Sea a = 1. Entonces

Φa
{s}(x) = 4β si x(s) = 0

Φa
{s,t}(x) = 2β si t ∈ V 1

s , x(s) = x(t) = 0

Φa
Λ ≡ 0 para cualquier otro caso.

Ejemplo 3.3.36 (Continuación del Ejemplo 3.2.6). Sea E = {−1, 1}.
Sean: s = (s1, s2); t±1 = (s1 ± 1, s2); t±2 = (s1, s2 ± 1);

Φ{s,t}(x) = βHx(s)x(t) si t = t+1 ó t = t−1

Φ{s,t}(x) = βV x(s)x(t) si t = t+2 ó t = t−2.

Sea a = −1. Entonces:

Φa
{s}(x) = 4(βH + βV ) si x(s) = 1

Φa
{s,t}(x) = 4βH si t = t+1 ó t = t−1, x(s) = x(t) = 1

Φa
{s,t}(x) = 4βV si t = t+2 ó t = t−2, x(s) = x(t) = 1
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3.4 Potenciales invariante por traslaciones

Para cada t ∈ Z2 sea θt : E
Z2 7→ EZ2

definida por:

θt(x)(s) = x(s− t).

Definición 3.4.1. Sea Φ = (ΦΛ)Λ∈S un potencial. Se dice que Φ es inva-
riante por traslaciones si

Λ ∈ S, t ∈ S ⇒ ΦΛ+t(x) = ΦΛ(θ−t(x)), x ∈ ES .

Ejemplo 3.4.2. Potencial invariante por traslaciones asociado a un V ∈
S y φV : EV 7→ R EV -medible y acotada.

Sea SV := {Λ ⊂ S / Λ = V + t, para t ∈ Z2}.
Como V es finito:

V + t 6= V + s si s 6= t. (3.4)

Sea
ΦV := φV ◦ σV .

Para cada V ∈ S sea ΦΛ : ES 7−→ R dada por:

ΦΛ(x) =

{
0 ∀x ∈ ES si Λ /∈ SV
ΦV (θ−t(x)) ∀x ∈ ES , Λ = V + t.

Por (3.4) esta definición no presenta ambigüedades.

Afirmación 1: ΦΛ es FΛ-medible, ∀Λ ∈ S.
Demostración. Ejercicio.

Como Λ y V son finitos, es fácil ver que

#(SV ∩ Λ) <∞.

Afirmación 2: Para todo Λ ∈ S está definido:

HΦ
Λ :=

∑

∆∈S∩V
Φ∆ =

∑

t∈Λ−V

ΦV ◦ θ−t.

Demostración. Ejercicio.

Ejemplo 3.4.3. Potencial invariante por traslaciones asociado a p ≥ 2
conjuntos V1, ..., Vp en S y funciones φk : EVk 7→ R para k = 1, ..., p
Ek-medibles.

Sea

S(V1, ..., Vk) :=
{
Vk + t / t ∈ Z2, k = 1, ..., p

}
.
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Notemos que como Vk es finito:

Vk + s 6= Vk + t si s 6= t,

cualquiera sea 1 ≤ k ≤ p.
Sea θ = (θ1, ..., θp)

′ ∈ Rp. Para cada t ∈ Z2 y cada k = 1, ..., p sea
ΦVk+t : E

S 7→ R dada por

ΦVk+t(x) = φk(σVk
(θ−t(x))).

Sea
ΦΛ ≡ 0 si Λ /∈ S(V1, ..., Vk).

Afirmación 1: Si Λ ∈ S, entonces ΦΛ es FΛ-medible.

Demostración. Ejercicio.

Afirmación 2: Para todo Λ ∈ S está definido:

HΦ
Λ (x) :=

p∑

k=1

θk
∑

t∈Λ−Vk

Φt+Vk
(x).

Demostración. Ejercicio.

3.5 Auto-modelos de Besag

Salvo expresa mención encontrario suponemos estar en la situación ex-
puesta al inicio de este Caṕıtulo.

Definición 3.5.1. Sea Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F). Diremos
que Φ es un potencial sobre pares de S si ΦΛ ≡ 0 ∀Λ ∈ S con #(Λ) ≥ 3.

Ejemplo 3.5.2 (Automodelo de Besag generalizado). Caso particular de
un potencial sobre pares de S en el marco del Ejemplo 3.2.8.

Sea:

J : S × S 7→ R simétrica;

Bs : E 7→ R, Cs : E 7→ R E-medibles, s ∈ S;
C : = {Λ ∈ S / #(Λ) ≤ 2}.

Para cada C ∈ S :

pC = 2 si #(C) = 1, pC = 1 si #(C) = 2;

θC =

{
(J(s, s), 1)′ si C = {s}, s ∈ S;

J(s, t) si C = {s, t}, s 6= t ambos en S;
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φC : ES 7→ RpC dada por:

φC(x) =

{
(Bs(x(s)), Cs(x(s))) si C = {s}, s ∈ S
Bs(x(s))Bt(x(t)) si C = {s, t}, s 6= t.

Para cada Λ ∈ S definimos ΦΛ : ES 7→ R por:

ΦΛ ≡ 0 si Λ /∈ C.
Φ{s}(x) = θ

′

{s}φ{s}(x) = J(s, s)Bs(x(s)) + Cs(x(s))

Φ{s,t}(x) = θ
′

{s,t}φ{s,t}(x) = J(s, t)Bs(x(s))Bt(x(t)) si s 6= t.

Notemos que para que Φ = (ΦΛ)Λ∈S sea un potencial (de acuerdo a la
Definición 3.1.1) debe cumplirse que existe

∑

∆∈S∩Λ

Φ∆, ∀Λ ∈ S. (3.5)

En este caso, se puede ver que es suficiente asumir

∑

t∈S

|J(s, t)Bt(x(t))| <∞, ∀s ∈ S. (3.6)

También, si λ es una medida σ-finita sobre (E, E), para que Φ sea λ-
admisible debe cumplirse

∫
EΛ

exp

(
−

∑

∆∈S∩Λ

Φ∆(ξxS\Λ)

)
λΛ(dξ) <∞ (3.7)

cualquiera sea x ∈ ES y Λ ∈ S.

Teorema 3.5.3. Sean: λ una medida σ-finita; E (con más de dos puntos)
un e.m. separable y completo; Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F)
a-normalizado con a ∈ E, λ-admisible y sobre pares de S.

a) Supongamos que para todo s ∈ S y todo x ∈ ES se cumple:

ln(̺Φ{s},λ(x)) = as(x)bs(x)− cs(x)− ds(x)

con: as y ds ∈ FS\{s}-medibles, bs y cs son F{s}-medibles con
bs(axS\{s}) = cs(axS\{s}) = 0 cualquiera sea x ∈ ES , no idénti-
camente nulas.

Entonces existe J : S × S 7→ R simétrica tal que:

a1) as(x) = −J(s, s)−
∑
t6=s

J(s, t)bt(x), x ∈ ES , s ∈ S.



Cap. 3 Campos Aleatorios de Gibbs Markov sobre Redes 75

a2) Φ{s}(x) = J(s, s)bs(x) + cs(x), x ∈ ES , s ∈ S.
a3) Φ{s,t}(x) = J(s, t)bs(x)bt(x), x ∈ ES , s ∈ S, t ∈ S, s 6= t.

b) Rećıprocramente, supongamos que existen J : S × S 7→ R, simétrica,
bs : ES 7→ R, cs : ES 7→ R F{s}-medibles, ∀s ∈ S con bs(axS\{s}) =
cs(axS\{s}) = 0, x ∈ ES , s ∈ S y satisfacen a1), a2) y a3). Entonces
para todo s ∈ S y todo x ∈ ES se cumple:

ln(̺Φ{s},λ(x)) = as(x)bs(x)− cs(x)− ds(x)

con ds ∈ FS\{s}-medible.

Demostración. Parte b).
Para todo s ∈ S y todo x ∈ ES tenemos:

̺Φ{s},λ(x) =
exp(−HΦ

{s}(x))

ZΦ
{s},λ(x)

̺Φ{s},λ(axS\{s}) =
exp(−HΦ

{s}(axS\{s}))

ZΦ
{s},λ(axS\{s})

.

De aqúı, como Φ es a-normalizado: HΦ
{s}(axS\{s}) = 0 y como ZΦ

{s},λ
es FS\{s}-medible, resulta:

̺Φ{s},λ(x)

̺Φ{s},λ(aXS\{s})
= exp(−HΦ

{s}(x)).

Luego:

ln(̺Φ{s},λ(x)) = −Φ{s}(x)−
∑

t6=s

Φ{s,t}(x)− ds(x) = (1)

con
ds(x) := − ln(̺Φ{s},λ(axS\{s})),

que es por lo tanto FS\{s}-medible.
Por lo supuesto:

(1) = −J(s, s)bs(x)− cs(x)−
∑

s 6=t

J(s, t)bt(x)bs(x)− ds(x)

=


−J(s, s)−

∑

s 6=t

J(s, t)bt(x)


 bs(x)− cs(x)− ds(x)

= as(x)bs(x)− cs(x)− ds(x).

La parte b) está probada.
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Parte a)
Como vimos al probar b), se tiene, ∀s ∈ S y ∀x ∈ ES :

ln(̺Φ{s},λ(x)) = −Φ{s}(x)−
∑

t6=s

Φ{s,t}(x) + ln(̺Φ{s},λ(aXS\{s})).

Por lo supuesto en a) y por ser ds FS\{s}-medible

Φ{s}(x) +
∑

t6=s

Φ{s,t}(x) = −as(x)bs(x) + cs(x). (2)

De aqúı se deduce, dado que Φ es a-normalizada,

Φ{s}(x) = Φ{s}(x(s)aS\{s}) = −as(ã)bs(x) + cs(x). (3)

Sean r ∈ S, s ∈ S, r 6= s y ∈ ES tal que

y(s) = x(s), y(r) = x(r), y(t) = a ∀t /∈ {s, r}

Φ{s}(y) +
∑

t6=s

Φ{s,t}(y) = Φ{s}(y) + Φ{s,r}(y)

= Φ{s}(x) + Φ{s,r}(x).

Por (2) tenemos entonces:

Φ{s}(x) + Φ{s,r}(x) = −as(x(r)aS\{r})bs(x) + cs(x). (4)

De (3) y (4) resulta entonces:

Φ{s,r}(x) = (as(ã)− as(x(r)aS\{r}))bs(x), (5)

también, intercambiando los roles de s y r :

Φ{s,r}(x) = (ar(ã)− ar(x(s)aS\{s}))br(x).

Luego, ξ ∈ E y η ∈ E :

(as(ã)− as(ξaS\{r}))bs(ηxS\{s}) =

(ar(ã)− ar(ηaS\{s}))br(ξxS\{r}).

Sean: Et := {ζ ∈ E / bt
(
ζxS\{t}

)
6= 0}. ∀t ∈ S. Como suponemos

Et 6= ∅ ∀t ∈ S se tiene:
ξ ∈ Er y η ∈ Es ⇒

(as(ã)− as(ξaS\{r}))(br(ξxS\{r}))
−1 (6)

= (ar(ã)− ar(ηaS\{s}))(bs(ηxS\{s}))
−1.
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Luego ξ 7→ (as(ã) − as(ξaS\{r}))(br(ξxS\{r}))−1 es constante y la de-
notamos por J(r, s).

Análogamente η 7→ (ar(ã) − ar(ηaS\{s}))(bs(ηxS\{s}))−1 es constante
y la denotamos con J(s, r).

Por (6) tiene entonces

J(s, r) = J(r, s).

Luego por (5):
Φ{s,r} = J(s, r)br(x)bs(x).

Por (2) tenemos entonces:

−as(x)bs(x) + cs(x) = Φ{s}(x) +
∑

s 6=t

Φ{s,t}(x)

= −as(ã)bs(x) + cs(x) +
∑

s 6=t

J(s, t)bs(x)bt(x).

Luego tomando x con x(s) ∈ Es :

as(x) = as(ã)−
∑

s 6=t

J(s, t)bt(x).

Tomando entonces J(s, s) = −as(ã), resulta:

as(x) = −J(s, s)−
∑

s 6=t

J(s, t)bt(x)

Φ{s}(x) = J(s, s)bs(x) + cs(x)

y
Φ{s,t}(x) = J(s, t)bs(x)bt(x) s 6= t.

3.6 Ejemplos de auto-modelos G−markovianos

En esta Sección consideraremos:
S ⊂ Z2; V := {Vs / s ∈ S} un sistema de vecindades sobre S; λ una

medida σ-finita sobre (E, E);
G = (S,V); C(G) = {C ∈ S / C es G-completo} (esto es: C(G) =

{C ∈ S / #(C) = 1 o s ∈ C, t ∈ C ⇒ t ∈ Vs}).
Φ = (ΦΛ)Λ∈S un potencial sobre (ES ,F) λ-admisible tal que

ΦΛ = 0 ∀Λ /∈ C(G);

esto es, Φ es un G−potencial.
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Si E es finito consideraremos siempre E = P(E) y λ la medida de
conteo.

Dado s ∈ S definimos γΦ,0
s,λ : E × ES 7→ [0, 1] por

γΦ,0
s,λ (A | x) = γΦ{s},λ(σ

−1
s (A) | x)

=
∫
A

̺Φ{s},λ(ξxS\{s})λ(dξ).

Luego ξ 7→ ̺Φ{s},λ(ξxS\{s}) es una λ-densidad de la probabilidad sobre

(E, E) dada por γΦ,0
s,λ (· | x).

Ejemplo 3.6.1 (Automodelo loǵıstico para E = {0, 1}). Sean:
J : S × S 7→ R simétrica tal que:

J(s, t) = 0 si t /∈ Vs.

Para cada s ∈ S sea bs : E
S 7→ R dada por:

bs(x) = x(s),

luego:

bs(x) =

{
0 si x = (0xS\{s})
1 si x = (1xS\{s});

cs : E
S 7→ R dada por: cs(x) = 0 ∀x ∈ ES .

ln(̺Φ{s},λ(x)) = as(x)bs(x)− ds(x),

con

as(x) = −J(s, s)−
∑

t∈Vs

J(s, t)x(t)

ds(x) = − ln(̺Φ{s},λ(0xS\{s})).

Luego, si
ps,x := γΦ,0

s,λ ({1} | x),
entonces

logit(ps,x) := ln

(
ps,x

1− ps,x

)
= as(x).

Ejemplo 3.6.2 (Automodelo binomial para E = {0, 1, ..., N} con N ∈ N).
Como es habitual, consideramos E = {0, ..., N}, λ medida de conteo sobre
(E,P(E)).

Para cada s ∈ S sea θs : E
S 7→ (0, 1) una función FS\{s}-medible.

Nos preguntamos si es posible que

γΦ,0
s,λ (· | x) ∼ Bi(N, θs(x)).
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Para ello, debe cumplirse que

̺Φ{s},λ(ξxS\{s}) =

(
N

ξ

)
θs(x)

ξ(1− θs(x))N−ξ

para todo ξ ∈ E.
Equivalentemente:

̺Φ{s},λ(ξxS\{s}) =

(
N

ξ

)(
θs(x)

1− θs(x)

)ξ

(1− θs(x))N

para todo ξ ∈ E.
Luego, debe ser:

ln(̺Φ{s},λ(ξXS\{s})) = ξ ln

(
θs(x)

1− θs(x)

)
+ ln

((
N

ξ

))
+N ln(1− θs(x)).

Luego podemos definir as, bs, cs y ds satisfaciendo a) del Teorema
3.5.3.

En efecto, basta definir:

as(x) = ln

(
θs(x)

1− θs(x)

)
, bs(x) = x(s),

cs(x) = − ln

((
N

x(s)

))
, ds(x) = −N ln(1− θs(x)).

Luego por el Teorema 3.5.3 existe J : S × S 7→ R simétrica tal que

as(x) = −J(s, s)−
∑

t∈Vs

J(s, t)x(t).

Por otra parte, una cuenta directa prueba que

θs(x) =
(
1 + e−as(x)

)−1

.

Por el Teorema 3.5.3 tenemos entonces

Φ{s}(x) = J(s, s)x(s)− ln

((
N

x(s)

))
, y

Φ{s,t}(x) = J(s, t)x(s)x(t), si t ∈ Vs.

Ejemplo 3.6.3 (Automodelo Poisson para E = N ∪ {0}). Consideremos
sobre (E,P(E)) la medida de conteo.

Para cada s ∈ S, sea λs : ES 7→ [0,+∞) una función FS\{s}-medible.
Nos preguntamos si es posible que

γΦ,0
s,λ (· | x) ∼ Poisson(λs(x)).
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Para ello, debe cumplirse que

̺Φ{s},λ(ξxS\{s}) = e−λs(x)
(λs(x))

ξ

ξ!
∀ξxS\{s} ∈ ES .

Luego debe cumplirse:

ln
(
̺Φ{s},λ(ξxS\{s})

)
= −λs(x) + ξ ln(λs(x))− ln(ξ!).

Definimos entonces:

as(x) = ln (λs(x)) , bs(x) = x(s),

cs(x) = ln (x(s)!) , ds(x) = λs(x).

Por el Teorema 3.5.3 existe J : S × S 7→ R simétrica tal que:

as(x) = −J(s, s)−
∑

t∈Vs

J(s, t)x(t).

También:

Φ{s}(x) = J(s, s)x(s) + ln (x(s)!) , y

Φ{s,t}(x) = J(s, t)x(s)x(t), si t ∈ Vs.

Afirmación: Por ser Φ λ-admisible se tiene J(s, t) ≥ 0 para t ∈ Vs.

Demostración. Por ser Φ λ-admisible ∀Λ ∈ S debe cumplirse para todo
x ∈ ES ∑

ξ∈EΛ

exp
(
−HΦ

Λ (ξxS\Λ)
)
<∞. (1)

Sea s ∈ S y t ∈ Vs. Sea Λ = {s, t}.
Para cada ξ ∈ N considerando x ∈ ES con x(s) = ξ = x(t) y x(u) = 0

∀u /∈ Λ tenemos por (1):

∞∑

ξ=0

exp
(
−Φ{s}(ξξxS\Λ)− Φ{t}(ξξxS\Λ)− Φ{s,t}(ξξxS\Λ)

)
<∞.

Luego:

∞∑

ξ=0

exp
(
−J(s, s)ξ − J(t, t)ξ − 2 ln(ξ!)− J(s, t)ξ2

)
<∞.

De aqúı no es dif́ıcil ver que debe ser J(s, t) ≥ 0.
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Ejemplo 3.6.4 (Automodelo exponencial para E = [0,+∞)). Sea E la
σ-álgebra de Borel (usual) de E. Sea λ la medida de Lebesgue sobre (E, E).

Para cada s ∈ S sea λs : E
S 7→ (0,+∞) una función FS\{s}-medible.

Veremos que es posible tener

γΦ,0
s,λ (· | x) ∼ Exp(λs(x)).

Debemos tener:

̺Φ{s},λ(ξxS\{s}) = λs(x)e
−λs(x)ξ ∀ξxS\{s} ∈ ES .

Luego debe cumplirse:

ln
(
̺Φ{s},λ(ξxS\{s})

)
= −λs(x)ξ + ln(λs(x)).

Para poder aplicar el Teorema 3.5.3 definimos para s ∈ S y x ∈ ES:

as(x) = −λs(x), bs(x) = x(s),

cs(x) = 0, ds(x) = ln(λs(x)).

Por el Teorema 3.5.3 existe J : S × S 7→ R simétrica tal que:

as(x) = −J(s, s)−
∑

t∈Vs

J(s, t)x(t).

También:

Φ{s}(x) = J(s, s)x(s), s ∈ S y x ∈ ES , y

Φ{s,t}(x) = J(s, t)x(s)x(t), s ∈ S y x ∈ ES , t ∈ Vs.

Por ser Φ λ-admisible se puede ver que debe ser J(s, s) > 0 y J(s, t) ≥ 0
para s ∈ S, y t ∈ Vs.



Caṕıtulo 4

Inferencias en Modelos
Espaciales

4.1 Estimación en Geoestad́ıstica

Usaremos libremente los conceptos y resultados de la Sección 2.5 a 2.10.
Sean: E = R; E la σ-álgebra de Borel de E; S = R2; (Ω,F ,R) un

e.p.; X = {Xs : s ∈ S} un proceso con Xs : Ω → E v.a. tal que
Xs ∈ L2(Ω,F , P,R).

Supongamos que X es intŕınsecamente estacionario (Definición 2.5.1)
y que E(Xs) = µ ∀s.

Sea γX : R2 → R la función semivariograma de X, esto es:

γX(h) :=
1

2
V ar(Xs+h −Xs),

cualquiera sea s ∈ S.
Para N ∈ N, sea ON ⊂ S con 1 ≤ #(ON ) = N. Consideramos que el

proceso observado es

XON
:= {Xs / s ∈ ON}.

Si s̃ = (s1, s2) y t̃ = (t1, t2) están en S pondremos
∥∥s̃− t̃

∥∥ := ((s1 − t1)2 + (s2 − t2)2)1/2.
Para cada 2π > δ ≥ 0, ∆ ≥ 0, r > 0, α ∈ [0, 2π) sea

V∆,δ(r, α) := {u(cos(β), sen(β)) / u ≥ 0, |u− r| ≤ ∆,

|β − α| ≤ δ o |β − α| ≥ 2π − δ}.

NON
(∆, δ, r, α) := {(s, t) ∈ ON ×ON / s− t ∈ V∆,δ(r, α)}.

82
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Definición 4.1.1. Sea h = r(cos(α), sen(α)) con r > 0 y α ∈ [0, 2π).
Llamaremos estimador natural emṕırico de γX(h) basado en XON

con
tolerancia δ ≥ 0 (para el ángulo) y ∆ ≥ 0 (para el radio) a:

̂γON,δ,∆
(h) :=

1

2# (NON
(∆, δ, r, α))

∑

(s,t)∈NON
(∆,δ,r,α)

(Xs −Xt)
2.

Proposición 4.1.2. Sean IN : {1, ..., N} → ON una biyección;
h = r(cos(α), sen(α)) con r > 0 y α ∈ [0, 2π).

Para simplificar la notación pongamos:

N(h) := NON
(∆, δ, r, α).

Para cada i = 1, ..., N sean:

nh(1, i) : = #({j / (IN (i), IN (j)) ∈ N(h)});
nh(2, i) : = #({j / (IN (j), IN (i)) ∈ N(h)});

nh : = #(N(h)).

Sea Aδ,∆
h la matriz simétrica N ×N dada por:

- para i < j

Aδ,∆
h (i, j) =

{
0 si N(h) ∩ {(IN (i), IN (j)), (IN (j), IN (i))} = ∅.
− 1

nh
c.c.

- para i = 1, ..., N :

Aδ,∆
h (i, i) =

nh(1, i) + nh(2, i)

nh
.

Entonces:
2 ̂γON,δ,∆

(h) = X̃
′
ON

Aδ,∆
h X̃ON

,

donde
X̃

′
ON

= (XIN (1), ...,XIN (N)).

Demostración. Ejercicio.

Proposición 4.1.3 (Distribución de ̂γON,δ,∆
(h) para un proceso gaus-

siano). Continuación de la Proposición 4.1.2. Sean: X̃ON
∼

N (0̃, 6Σ) con 6 Σ definida positiva; λ1, ..., λk los autovalores no nulos de

Aδ,∆
h 6 Σ (necesariamente k ≤ nh). Entonces

̂γON,δ,∆
∼

k∑

i=1

λiχ
2
i,1,
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donde χ2
1,1, ..., χ

2
k,1 son v.a.i.i.d. χ2

1. Luego:

E( ̂γON,δ,∆
(h)) =

1

2
tr(Aδ,∆

h 6 Σ),

y

V ar( ̂γON,δ,∆
(h)) =

1

2
tr((Aδ,∆

h 6 Σ)2).

Demostración. Sea V matriz N ×N tal que

6 Σ = V V ′. (1)

Sea

Y = V −1X̃ON
. (2)

Entonces:

Cov(Y ) = V −1V V ′(V −1)′ = IN (3)

(IN es la identidad N ×N).
Luego

Y ∼ N (0̃, IN ). (4)

Sea

Γ := V ′AhV. (5)

Entonces por la Proposición 4.1.2:

2γ̂O(h) = X̃ ′
ON

AhX̃ON
= X̃ ′

ON
(V ′)−1V ′AhV V

−1X̃ON

= X̃ ′
ON

(V ′)−1ΓV −1X̃ON
= Y ′ΓY. (6)

Sea P matriz N ×N ortogonal tal que

Γ = P ′DP (7)

con D matriz diagonal N ×N de la forma




a1 · · · 0
...

. . .
...

0 · · · ar

0

0 0


 (8)

con r = rango(Γ) y aj 6= 0 para j = 1, ..., r son los autovalores (no
nulos) de Γ.

Sea

Z = PY. (9)
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Por (6) tenemos

2γ̂O(h) = Y ′P ′DPY = Z ′DZ. (10)

Como P es ortogonal y por (4) Y = (Y1, ..., YN )′ esta formado por
v.a.i.i.d. N (0, 1) resulta la misma cosa para Z = (Z1, ..., ZN )′.

Por (6) se tiene entonces

2γ̂O(h) =
r∑

j=1

ajZ
2
j . (11)

Luego como Z1, ..., ZN son v.a.i.i.d. con distribución N (0, 1) tenemos
que Z2

1 , ..., Z
2
r son v.a.i.i.d. con distribución χ2

1. Luego

E(2γ̂O(h)) =
r∑

j=1

aj ,

y

V ar(2γ̂O(h)) = 2

r∑

j=1

a2j .

Equivalentemente:

E(γ̂O(h)) =
1

2

r∑

j=1

aj ,

y

V ar(γ̂O(h)) =
1

2

r∑

j=1

a2j .

Es inmediato ver que la Proporsición 4.1.3 quedará probada si probamos
la siguiente:

Afirmación 1: λ es autovalor de Γ si y sólo si λ es autovalor de Ah 6 Σ
Dem. Afirmación 1: λ es a.v. de Γ ⇔ ∃ṽ ∈ RN con ṽ 6= 0̃ tal que

Γṽ = λṽ ⇔ V ′AhV ṽ = λṽ ⇔

AhV ṽ = λ(V ′)−1ṽ. (13)

Ahora:
AhV ṽ = AhV V

′(V ′)−1ṽ = Ah 6 Σ(V ′)−1ṽ.

Por (13) tenemos entonces:

Ah 6 Σ(V ′)−1ṽ = λ(V ′)−1ṽ ⇔ λ es a.v. de Ah 6 Σ pues (V ′)−1ṽ 6= 0̃.
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4.1.1 El caso isotrópico

Supongamos que

γX(h1) = γX(h2) si ‖h1‖ = ‖h2‖ .
Definición 4.1.4. Sea γisoX : (0,+∞)→ R dada por:

γisoX (r) :=
1

2
V ar(Xs+h −Xs),

con h ∈ R2 tal que ‖h‖ = r.

Para cada r > 0 y ∆ ≥ 0 sea

V∆(r) := {h ∈ R2 / |‖h‖ − r| ≤ ∆}.
Recordemos el orden lexicográfico en R2 :
Sean: s̃ := (s1, s2) ∈ R2, t̃ = (t1, t2) ∈ R2.
Ponemos

s̃ ≺ t̃ si s2 < t2 o s1 < t1 si s2 = t2. (4.1)

Definimos

NON
(∆, r) := {(s, t) ∈ ON ×ON / s ≺ t y (s, t) ∈ V∆(r)}.

Definición 4.1.5. Sea r > 0 y ∆ ≥ 0. Llamaremos estimador emṕırico
de γisoX (r) basado en XO con tolerancia ∆ ≥ 0 a:

γ̂Oiso
N,∆

(r) :=
1

2#(NON
(∆, r))

∑

(s,t)∈NON
(∆,r)

(Xs −Xt)
2.

Proposición 4.1.6. Análoga a la Proposición 4.1.2 para el caso isotrópico.
Sean: N = #(ON ); IN : {1, ..., N} → ON una biyección tal que:

i < j ⇒ IN (i) ≺ IN (j).

Sean r > 0 y ∆ ≥ 0. Para simplificar la notación pongamos:

Nr := NON
(∆, r).

Para cada i = 1, ..., N sea:

nr(1, i) := #({j / i < j e (IN (i), IN (j)) ∈ Nr}).
Para cada i = 2, ..., N sea:

nr(2, i) := #({j / j < i e (IN (j), IN (i)) ∈ Nr});
Sea

nr := #(Nr).

Sea A∆
r la matriz simétrica N ×N dada por:
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- para i < j

A∆
r (i, j) =

{
0 si (IN (i), IN (j)) /∈ Nr ,
− 1

nr
c.c.

- para i = 1, ..., N :

A∆
r (i, i) =

nr(1, i) + nr(2, i)

nr
.

En este caso nr(1, N) = nr(2, 1) = 0, por definición.
Entonces:

2γ̂isoON,∆
(r) = X̃

′
ON

A∆
r X̃ON

,

donde
X̃

′
ON

= (XIN (1), ...,XIN (N)).

Proposición 4.1.7. Análoga a la Proposición 4.1.3 para el caso isotrópico.
Es la misma que la Proposición 4.1.3 cambiando Aδ,∆

h 6 Σ por A∆
r 6 Σ y nh

por nr.

4.2 Estimación paramétrica en el caso isotró-
pico fijando k distancias: 0 < r1 < ... < rk
(k <∞)

Para cada Λ ∈ S := {Λ ⊂ S / 1 ≤ #(Λ) <∞} sea PXΛ
la probabilidad de

distribución de XΛ sobre (EΛ, EΛ) bajo P ; es decir:

PX(B) = P (XΛ ∈ B), B ∈ EΛ.

Por el Teorema de Kolmogorov sabemos que existe una única probabilidad
sobre (ES , ES), que denotamos por PX y tal que:

PX(σ−1
Λ (B)) = PXΛ

(B), B ∈ EΛ, ∀Λ ∈ S.

Sea P una familia de probabilidades sobre (ES , ES) de la que sabemos
que PX ∈ P.

Supongamos que ∃Θ ⊂ Rp con p ≥ 1 abierto tal que existe una
biyección entre P y Θ. Pondremos entonces

P = {µθ / θ ∈ Θ}.

Consideramos ahora el caso isotrópico, esto es

γX(h1) = γX(h2) si ‖h1‖ = ‖h2‖ .

Pondremos entonces

γisoX (r) = γX(h) con h tal que ‖h‖ = r, con r ≥ 0.
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Para cada r ≥ 0, y cada θ ∈ Θ sea

γ(r, θ) = γisoX (r) si PX = µθ.

Supongamos fijados k ≥ 1 entero y 0 < r1 < ... < rk. Queremos
estudiar la estimación de γ(r1, θ), ..., γ(rk, θ) cuando PX = µθ.

Pondremos: γ̃(θ) := (γ(r1, θ), ..., γ(rk, θ))
′, θ ∈ Θ.

Veremos también este problema de inferencia suponiendo que se cumple
alguno de los modelos para la función semivariograma definidos en el
Caṕıtulo 2.

Continuaremos usando conceptos, resultados y anotaciones de la Sec-
ción 4.1.

Pongamos:
̂̃γisoN,∆ := (̂̃γisoN,∆(r1), ...,

̂̃γisoN,∆(rk))
′,

con ∆ ≥ 0 fijo.

Definición 4.2.1. Llamaremos estimador de mı́nimos cuadrados de

γ̃(θ) basado en ̂̃γisoN,∆ al vector aleatorio

γ̃(θ̂MC,∆,N ) :=
(
γ(r1, θ̂MC,∆,N ), · · · , γ(rk, θ̂MC,∆,N )

)′

tal que:

k∑

i=1

(γ̂isoON,∆
(ri)− γ(ri, θ̂MC,∆,N ))2 ≤

k∑

i=1

(γ̂isoON,∆
(ri)− γ(ri,θ))2 ∀θ ∈ Θ.

Ejemplo 4.2.2 (Modelo a) de la Sección 2.7). Sean : Θ = (0,+∞);

γ(r, θ) = θ ∀r > 0.

En este caso, se puede ver fácilmente que:

θ̂MC,∆,N =
1

k

k∑

i=1

γ̂isoON,∆
(ri).

Ejemplo 4.2.3 (Modelo b) de la Sección 2.7). Sean : Θ = (0,+∞) ×
(0,+∞); γ : (0,+∞)×Θ→ (0,+∞) dada por

γ(r, (θ1, θ2) = θ2(1− exp(−θ−1
1 r)).

En este caso el estimador de minimos cuadrados γ̃((θ̂1,MC,∆, θ̂2,MC,∆))
de γ̃((θ01, θ

0
2)) está definido por

k∑

i=1

(γ̂isoON,∆
(ri)− θ̂2,MC,∆(1− exp(−θ̂−1

1,MC,∆ri)))
2

≤
k∑

i=1

(γ̂isoON,∆
(ri)− θ2(1− exp(−θ−1

1 ri)))
2

∀(θ1, θ2) ∈ Θ.
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4.2.1 Estimador de mı́nimos cuadrados generalizado

Para cada θ ∈ Θ, sea

6 Σθ(
̂̃γisoN,∆)

la matriz de covarianza de ̂̃γisoN,∆ suponiendo PX = µθ.

Definición 4.2.4. Llamaremos estimador de mı́nimos cuadrados ge-

neralizado de γ̃(θ) basado en ̂̃γisoN,∆ al vector aleatorio γ̃(θ̂GLS,∆,N ) tal
que:

(̂̃γisoN,∆ − γ̃(θ̂GLS,∆,N ))′[6 ΣθGLS,∆,N
(̂̃γisoN,∆)](

̂̃γisoN,∆ − γ̃(θ̂GLS,∆,N ))

≤ (̂̃γisoN,∆ − γ̃(θ))′[6 Σθ(
̂̃γisoN,∆)](

̂̃γisoN,∆ − γ̃(θ)) ∀θ ∈ Θ.

La mayoŕıa de las veces es dif́ıcil obtener 6 Σθ(
̂̃γisoN,∆), por ello se suele

usar un estimador de mı́nimos cuadrados ponderados con ponderaciones

basadas en V arθ(γ̂isoON,∆
(ri)), para i = 1, ..., k y θ ∈ Θ.

No obstante, veamos una definición más general.

Definición 4.2.5. Para cada i = 1, ..., k sea wi : (0,+∞) → (0, 1) tales
que:

k∑

i=1

wi(t) = 1 ∀t ∈ (0,+∞).

Llamaremos estimador de mı́nimos cuadrados de γ̃(θ) ponderado por

el sistema de pesos w1, ..., wk y basado en ̂̃γisoN,∆ a γ̃(θ̂WLS,N,∆) tal que:

k∑

i=1

wi(V arθ̂WLS,N,∆
(γ̂isoON,∆

(ri)))(γ̂isoON,∆
(ri)− γ(ri, θ̂WLS,N,∆))

2 ≤

k∑

i=1

wi(V arθ(γ̂isoON,∆
(ri)))(γ̂isoON,∆

(ri)− γ(ri,θ))2 ∀θ ∈ Θ.

4.2.2 Estimador de mı́nimo contraste

Veremos ahora una clase de estimadores de la función semivariograma
en r1, ..., rk de la que los estimadores vistos hasta el momento pueden
considerarse como casos particulares.

SeaMk := {V / V es una matriz k×k simétrica definida positiva}.
Sea V : Θ→Mk. Sea UV : Θ×EON → R dado por:

UV (θ,XON
) = (˜̂γisoON ,∆ − γ̃(θ))′V (θ)(˜̂γisoON ,∆ − γ̃(θ)).
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Definición 4.2.6. Llamaremos estimador de γ̃(θ) de mı́nimo con-

traste dado por V basado en ̂̃γisoN,∆ al vector aleatorio γ̃(θ̂UV ,∆,N ) tal
que:

UV (θ̂UV ,∆,N ,XON
) ≤ UV (θ,XON

) ∀θ ∈ Θ.

En cada caso particular, V (θ) podŕıa ser un parámetro de ˜̂γisoON ,∆

cuando se supone PX = µθ.
Por ejemplo, en el caso del estimador de mı́nimos cuadrados genera-

lizado:

V (θ) = [6 Σθ(˜̂γ
iso
ON ,∆]

−1.

4.3 Estimación de la función semivariograma
bajo presencia de covariable

Supongamos que existe otro proceso Z = {Zs / s ∈ S} definido sobre
(Ω,F , P ) con valores en (HS ,HS) siendo:

H = Rp, p ≥ 1 y H := Bp.

Supongamos que ∃δ ∈ Rp tal que

Xs = Zt
sδ + εs,

con ε = {εs / s ∈ S} un proceso intŕınsecamente estacionario de 2o orden
con E(εs) = 0 ∀s y

E((εs+h − εs)2) = 2γ(h, θ) ∀s,∀h cuando PX = µθ.

Suponiendo que Z es un proceso observado.
Generalmente δ es un parámetro que debe ser estimado ya sea inde-

pendientemente de γ̃(θ) o bien simultáneamente.
Un método podŕıa ser el siguiente:

1. Estimar δ por medio de δ̂MC de mı́nimos cuadrados. Esto es con
δ̂MC tal que

∑

t∈ON

(Xt − Z ′
tδ̂MC)

2 ≤
∑

t∈ON

(Xt − Z ′
tδ)

2 ∀δ.

2. Definir ε̂t := Xt − Z ′
tδ̂MC ∀t.

3. Aplicar los estimadores de semivariograma vistos en la Sección 4.2
al proceso {ε̂t / t ∈ S}.
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4.4 Estimación de Máxima Verosimilitud

Supongamos que para cada θ ∈ Θ, 6Σ(θ) es una matriz simétrica N × N
definida positiva.

Si suponemos X̃ON
∼ N (µ, 6Σ), entonces suponemos que 6Σ ∈

{6Σ(θ) / θ ∈ Θ}; luego θ es un parámetro a estimar. El estimador de

máxima verosimilitud basado en X̃ON
de θ es θ̂MV tal que

lON
(θ̂MV ) ≥ lON

(θ) θ ∈ Θ,

siendo

lON
(θ) := −1

2
{ln(det(6 Σ(θ))) + (X̃ON

− µ)′ 6 Σ(θ)−1(X̃ON
− µ)}.

En tal caso, llamaremos estimador de máxima verosimilitud de
γ̃(θ) basado en X̃ON

a γ̃(θ̂MV ).

4.5 Validación de modelos para función de
semivariograma en el caso isotrópico

Como vimos en la Sección 4.2:

γ(r, θ) = γisoX (r) si PX = µθ. (4.2)

Supongamos que X es w − L2 y que µX = 0 ( esto es equivalente a
suponer µX conocido y X centrado).

Por la Proposición 2.5.2 tenemos (a partir de (4.2)):

γ(r, θ) = σ2
X − Cov(Xs+h,Xs) (4.3)

con s ∈ Z2, ‖h‖ = r y
σ2
X = V ar(Xs),

cualquiera sea s ∈ Z2.
Supongamos ahora
H0 : Conocemos σ2

X , γ(·, θ) y θ ∈ Θ tal que PX = µθ.
A partir de este supuesto y de las observaciones X̃ON

.
Definiremos dos métodos de validación de H0.

4.5.1 Validación cruzada de H0

Pongamos
ON := {s1, ..., sN}.

Para cada i = 1, ..., N sea

ON,i := ON\{si}.
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Sea X̂si el kriging simple para estimar Xsi basándose en X̃ON,i
=

(Xs1 , ...,Xsi−1
, Xsi+1

, ...,XsN )′.
Por lo visto en la Sección 2.7 tenemos:

X̂si = c̃′i(6 Σi)
−1X̃ON,i

,

donde

c̃i :=(Cov(Xs1 ,Xsi), ..., Cov(Xsi−1
,Xsi),

Cov(Xsi+1
,Xsi), ..., Cov(XsN ,Xsi))

′,

y

6 Σi =6 Σ(OX̃ON,i
).

Por la Proposición 2.17.2 se tiene que:

σ̃2
si := E((X̂si −Xsi)

2) = σ2
X − c̃′ 6 Σ−1c̃.

Para verificar la hipótesis H0 usamos el estad́ıstico

T :=
1

N

N∑

i=1

(X̂si −Xsi)
2

σ̃2
si

.

Luego, si la hipótesis H0 es verdadera debe cumplirse T ≃ 1.
Suponiendo que X es gaussiano, y que

Xsi = c̃′i(6 Σi)
−1X̃ON,i

+ εi,

con εi gaussiana y que

X̂s1 −Xs1 , ..., X̂s
N
−Xs

N
(4.4)

son independientes, tenemos

(X̂s1 −Xs1)
2

σ̃2
s1

, ...,
(X̂s

N
−Xs

N
)2

σ̃2
s
N

(4.5)

son v.a.i.i.d. χ2
1.

Luego:

NT =

N∑

i=1

(X̂si −Xsi)
2

σ̃2
si

∼ χ2
N .

Sea
q(N,β) = F−1

χ2
N
(β) ∀β ∈ (0, 1),

donde Fχ2
N

es la f.d.a de una v.a. con distribución χ2
N .
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Entonces, bajo (4.5) el test de nivel 1 − α (0 < α < 1) para H0 es el
que rechaza H0 si

NT ≤ q(N, α
2
) o NT ≥ q(N, 1− α

2
).

Si X no es gaussiano, mejor dicho, si (4.4) no es válida, esta conclusión
sobre NT no es válida. Luego este método de validación cruzada es de
limitada utilidad.

Veamos el siguiente método aplicable en situaciones más generales.

4.5.2 Validación de H0 por “bootstrap” paramétrico

Sea m ∈ N “grande” (mayor que 30).
Para cada j = 1, ...,m sea

Ỹ
(j)
ON

:= (Y (j)
s1 , ..., Y (j)

s
N
)′

un vector con distribución N (0̃, 6 Σ).
Bajo H0 suponemos 6 Σ definida por (4.3).
Para cada j = 1, ..., N sea

γ
(j)
ON ,∆(r) :=

∑
(s,t)∈NON

(∆,r)

(Y
(j)
s − Y (j)

t )2

2#(NON
(∆, r))

,

para r = r1, ..., rk.
Definimos:

γmin
ON ,∆(r) := min({γ(j)ON ,∆(r) / j : 1, ...,m}),

y

γmax
ON ,∆(r) := max({γ(j)ON ,∆(r) / j : 1, ...,m}),

para r = r1, ..., rk.

Supongamos ahora que γ
(j)
ON

, j = 1, ...,m son independientes. (4.6)

Entonces, para cada r : γ
(j)
ON ,∆(r) con j = 1, ...,m son v.a. indepen-

dientes.
El estad́ıstico que usamos se basa en el siguiente resultado cuya de-

mostración queda como ejercicio.

Lema 4.5.1. Sean Z1, ..., Zm+1 v.a.i.i.d.. Entonces

P (Z1 = min(Z1, ..., Zm+1)) ≤
1

m+ 1
.
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Se puede ver que este resultado es equivalente a:
Sean Z,Z1, ..., Zm v.a.i.i.d. Entonces:

P (Z < min(Z1, ..., Zm)) ≤ 1

m+ 1
y (4.7)

P (Z > max(Z1, ..., Zm)) ≤ 1

m+ 1
.

Definición de test:

1. Generar muestras ỹ
(j)
ON

j = 1, ...,m de Ỹ
(j)
ON

satisfaciendo (4.6).

2. Para cada j = 1, ...,m y r = r1, ..., rk definir:

γ̂
(j)
ON ,∆(r) :=

1

2#(NON
(∆, r))

∑

(s,t)∈NON
(∆,r)

(y(j)s − y(j)t )2.

3. Definir para cada r = r1, ..., rk :

γ̂min
ON ,∆(r) := min({γ̂(j)ON ,∆(r) / j : 1, ...,m}),

y

γ̂max
ON ,∆(r) := max(

̂{γ(j)ON ,∆(r) / j : 1, ...,m}).

Sea γ̂isoON ,∆(r) para cada r = r1, ..., rk como fue definido en la Defini-
ción 4.1.5.

4. Rechazar H0 si para algún r = r1, ..., rk se tiene

γ̂isoON ,∆(r) < γ̂min
ON ,∆(r) o γ̂isoON ,∆(r) > γ̂max

ON ,∆(r).

Notemos que la única razón para suponer Ỹ
(j)
ON

gaussiano es para faci-

litar el paso 1 de la definición de test. Lo importante es que 6 Σ(Ỹ (j)
ON

) =6 Σ
∀j = 1, ...,m.

Por el Lema recién mencionado el test aqúı propuesto tiene nivel de
confianza ≥ 1− 2

m+1 .
En ([5]) se dice que este test es relativamente conservador en el sentido

de que en la práctica rechaza menos veces de las que debiera.

4.6 Autocorrelación en redes espaciales

Sea S ⊂ R2 numerable.
Sea V := {Vs / s ∈ S} un sistema de vecindades de S
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Definición 4.6.1. Sea ∅ 6= R ⊂{(s, t) ∈ S × S / t ∈ Vs}.
Sea WR : S × S → [0,M ] con 0 < M <∞

WR(s, t) :=





0 si t = s, s ∈ S
0 si (s, t) /∈ R
0 > si (s, t) ∈ R.

Diremos que WR es una matriz de contigüidad asociada a R.

Definición 4.6.2. Sean R y WR como en la Definición 4.6.1. Llamare-
mos matriz de contigüidad normalizada asociada a R a:

W ∗
R(s, t) :=

WR(s, t)∑
t′∈Rs

WR(s, t′)
,

donde Rs := {t′ ∈ S / (s, t′) ∈ R}.

Sea X = {Xs/s ∈ S} con Xs ∈ L2(Ω,F , P,R), ∀s ∈ S.

4.6.1 Índice de Moran

Sea Dn ∈ S(S) := {Λ ⊂ S / 1 ≤ #(Λ) <∞} con #(Dn) = n ≥ 2 entero.
Pongamos:

S0,Dn
(WR) : =

∑

s∈Dn

∑

t∈Dn

WR(s, t).

S1,Dn
(WR) : =

∑

s∈Dn

∑

t∈Dn

((WR(s, t))2 +WR(s, t)WR(t, s)).

Fijamos n ∈ N.
Sea X = (Xs)s∈Dn

. Pongamos Dn := {s1, ..., sn}.
Consideremos que Xs ∈ L2(Ω,F , µ,R).
H0 : Xs1 , ...,Xsn son µ-independientes.

Definición 4.6.3. Si µ(Xs) := Eµ(Xs) = 0 ∀s ∈ Dn definimos

CWR,Dn,0(X) :=
∑

s∈Dn

∑

t∈Dn

WR(s, t)XsXt.

Proposición 4.6.4. Supongamos que µ(Xs) = 0 ∀s ∈ Dn y que se cumple
H0. Entonces:

V arµ(CWR,Dn,0(X))

=
∑

s∈Dn

∑

t∈Dn

((WR(s, t))2 +WR(s, t)WR(t, s))µ(X2
s )µ(X

2
t ).

Notemos que como µ(Xs) = 0, µ(X2
s ) = V arµ(Xs)∀s ∈ Dn.
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Demostración. Ejercicio.

Definición 4.6.5. Supongamos que µ(Xs) = 0 ∀s ∈ Dn y que se conoce
µ(X2

s ) ∀s ∈ Dn.

Se llama ı́ndice de Morán de X (sobre Dn) asociado a
WR(:= [WR(s, t)]s∈Dn,t∈Dn

) y µ a:

IMWR,Dn,0,µ(X) :=
CWR,Dn,0(X)

(V arµ(CWR,Dn,0(X)))1/2
.

Nota 4.6.6. Supongamos que:

i) µ(Xs) = 0 ∀s ∈ Dn.

ii) µ(X2
s ) = asσ

2 con as > 0 y σ > 0, ∀s ∈ Dn.

iii) Se cumple H0.
Entonces:

V arµ(CWR,Dn,0(X))

= σ4
∑

s∈Dn

∑

t∈Dn

((WR(s, t))2 +WR(s, t)WR(t, s))asat.

Definición 4.6.7. Supongamos que:

i) µ(Xs) = 0 ∀s ∈ Dn.

ii) µ(X2
s ) = asσ

2 con as > 0 y σ > 0, ∀s ∈ Dn.

Se llama ı́ndice de Moran de X sobre Dn asociado a WR, con (as)s∈Dn

conocidos y σ desconocido a estimar a:

IMWR,Dn,0,(as)s∈Dn
(X) :=

:=
CWR,Dn,0(X)

1
n

∑
s∈Dn

X2
s

(
∑

s∈Dn

∑
t∈Dn

((WR(s, t))2 +WR(s, t)WR(t, s))asat

)1/2
,

Definición 4.6.8. Supongamos que:

i) µ(Xs) = µX ∀s ∈ Dn.

ii) µ((Xs − µX)2) := σ2
X , ∀s ∈ Dn.
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Si ambos, µX y σ2
X son desconocidos a estimar, se llama ı́ndice de

Moran de X sobre Dn asociado a WR a:

IMWR,Dn
(X) :=

n
∑

s∈Dn

∑
t∈Dn

WR(0, t)(Xs −X)(Xt −X)

S0,Dn
(WR)

∑
s∈Dn

(Xs −X)2
,

donde:

X : =
1

n

∑

s∈Dn

Xs.

Definición 4.6.9 (d-́ındice de Moran). Sea S ⊂ R2 numerable,
V := {Vs / s ∈ S} un sistema de vecindades de S; R(V) := {(s, t) ∈
S × S / t ∈ Vs}.

Sea WR(V) : S × S → {0, 1} dada por:

WR(V)(s, t) :=

{
1 si (s, t) ∈ R(V)
0 c.c. .

a) Sea d ≥ 2 entero. Se dice que (s1, ..., sd) ∈ Sd es una V-trayectoria
entre s1 y sd si

WR(V)(si, si+1) = 1 para i = 1, ..., d− 1.

b) Sean t y s en S. Se dice que s y t están V-conectados si existe (s1, ..., sd) ∈
Sd V-trayectoria tal que s1 = s y sd = t.

c) Sean t y s en S. Si s y t están V-conectados, definimos la V-distancia
entre t y s a

dV(s, t) := minDV(s, t)− 1, (4.8)

siendo

DV(s, t) :=
{
d ≥ 2 / ∃(s1, ..., sd) ∈ Sd,

V-trayectoria con s1 = s y sd = t
}
.

d) Para cada d ∈ N sea WR(V),d : S × S → {0, 1} dada por:

WR(V),d(s, t) :=

{
1 si dV(s, t) = d
0 c.c. .

e) Sea Dn ∈ S(S) con #(Dn) = n ≥ 2. Sea X = (Xs)s∈Dn
con Xs ∈

L2(Ω,A, µ,R). Sea d ∈ N, llamaremos d-́ındice de Moran de X
asociado al sistema de vecindades V al ı́ndice de Moran de X
sobre Dn asociado a WR(V),d.

Notemos que este d-́ındice de Moran podŕıa no estar definida para
algunos d.
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4.6.2 Test asintótico de independencia espacial

Supongamos que existe dS > 0 tal que

s ∈ S, t ∈ S ⇒ ‖s− t‖ ≥ dS ,
siendo ‖‖ la norma eucĺıdea de R2.

Sean V = {Vs / s ∈ S} y R como al inicio de esta Sección. Sea R > 0
Sea WR : S × S → [0,M ] con 0 < M <∞ tal que:

i) WR(s, t) = 0 si (s, t) /∈ R, o s = t, o ‖s− t‖ > R.

ii) Para cada s ∈ S se tiene
∑

t∈Rs

WR(s, t) 6= 0,

siendo Rs := {t ∈ S / t ∈ Vs}.
Supongamos que

#(Vs) ≤M ∀s ∈ S.
Definición 4.6.10. Sea ∅ 6= R ⊂{(s, t) ∈ S × S / t ∈ Vs}.

Sea WR : S × S → [0,M ] con 0 < M <∞

WR(s, t) :=





0 si t = s, s ∈ S
0 si (s, t) /∈ R
> 0 si (s, t) ∈ R.

Diremos que WR es una matriz de contigüidad asociada a R.

Para cada n ≥ 2 entero sea Dn ∈ S(S) con #(Dn) = n.
Sea X = (Xs)s∈S tal que

µ(Xs) = µX ∀s ∈ S
µ((Xs − µX)2) = σ2

X <∞ ∀s ∈ S
con µX y σ2

X > 0 a ser estimados.
Para cada n = 1, 2, ... sea IMWR,Dn

(X) como en la Definición 4.6.8.

Teorema 4.6.11. Sean

a) H0 : X = (Xs)s∈S está formado por v.a. µ-independientes.

b) ∃δ > 0 tal que sups∈S µ(|Xs|4+2δ
) <∞.

c) lim
S1,Dn (WR)

n > 0.

Entonces:

S0,Dn
(WR)

(S1,Dn
(WR))1/2

IMWR,Dn
(X)

D→ N (0, 1).

Para una demostración ver pag 168 de ([5]).
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4.6.3 Cálculo exacto de la esperanza y varianza del
ı́ndice de Moran bajo normalidad

Definición 4.6.12. Sea h : Rn 7→ R. Se dice que h es una función
homogénea de grado β ≥ 0 real, si

h(λx1, ..., λxn) = λβh(x1, ..., xn),

cualesquiera sean λ ∈ R\{0} y (x1, ..., xn) ∈ Rn.

Lema 4.6.13. Sean: E := R×[0,+∞) con la métrica usual; E la σ-álgebra
de Borel de E; µ y ν dos probabilidades sobre (E, E). Si

∫
E

exp(iux− vy)µ(d(x, y)) =
∫
E

exp(iux− vy)ν(d(x, y)),

cualesquiera sean u ∈ R y v ≥ 0.Entonces

µ = ν.

Demostración. Ejercicio. (Ayuda: Sea

F0 := {f : E → R / f es continua y con soporte compacto}. (4.9)

Es bien conocido (ver ejemplo: Parthasarathy (1967)([10]),Theorem 5.9,
pag. 39) que: ∫

fdµ =
∫
fdν ∀f ∈ F0 ⇒ µ = ν.

Sea

A := {f : E → R / f(x, y) = p(x)q(y) con p ∈ P y q ∈ Q},

siendo:

P := {p : R→ C / p(x) =
n∑

k=1

ake
iukx

con n ≥ 1, ak ∈ R, uk ∈ R, k = 1, ..., n}.

Q := {q : [0,+∞)→ R / q(x) =
m∑
j=1

bje
−vjx

con m ≥ 1, bj ∈ R, vj ≥ 0, j = 1, ..., n}.

Por el Teorema de Weierstrass se deduce que A es denso en F0 con respecto
a la topoloǵıa de la convergencia uniforme sobre compactos).
De aqúı se deduce el Lema 4.6.13.

Lema 4.6.14. Sea Z una v.a. con distribución χ2 con n grados de libertad.
Entonces:

E(e−sZ) =
1

(2s+ 1)
n
2
∀s ≥ 0.
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Demostración. Ejercicio. Ayuda: es el resultado de un cálculo directo
teniendo en cuenta que la densidad de Z es:

f(x) =
1

Γ(n2 )2
n
2
x

n
2 −1e−

x
2 1(0,+∞)(x).

Teorema 4.6.15. Sean: h : Rn 7→ R homogénea de grado 0; X1, ...,Xn

v.a.i.i.d. N (0, 1);

Q(X1, ...,Xn) :=

n∑

j=1

X2
j .

Entonces h(X1, ...,Xn) y Q(X1, ...,Xn) son independientes.

Demostración. Por el Lema 4.6.13 bastará ver que

E(exp(iuh(X1, ...,Xn)− sQ(X1, ...,Xn))) = (1)

E(−sQ(X1, ...,Xn))E(exp(iuh(X1, ...,Xn))),

∀u ∈ R y ∀s ≥ 0.

Ahora por el Lema 4.6.14, (1) es equivalente a:

E(exp(iuh(X1, ...,Xn)− sQ(X1, ...,Xn))) = (2)

1

(2s+ 1)
n
2
E(exp(iuh(X1, ...,Xn))),

∀u ∈ Ry∀s ≥ 0.

Veamos entonces que se cumple (2). Pongamos X := (X1, ...,Xn).

Sean: u ∈ R y s ≥ 0 cualesquiera.

E(exp(iuh(X)− sQ(X)))

=
1

(2π)n/2
∫
Rn

exp(iuh(x̃)− sQ(x̃)) exp(−1

2
Q(x̃))dx̃ =

=
1

(2π)n/2
∫
Rn

exp(iuh(x̃)− 1

2
(2s+ 1)Q(x̃))dx̃ (3)

Para cada j = 1, ..., n sea yj := (1 + 2s)
1
2xj . Entonces:

Q(ỹ) = (1 + 2s)Q(x̃) y dỹ = (1 + 2s)
n
2 dx̃.

Como h es homogénea de grado 0:

h(x̃) = h(ỹ).
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Luego:

(3) =
1

(2s+ 1)n/2
1

(2π)n/2
∫
R n

exp(iuh(ỹ)− 1

2
Q(ỹ))dỹ

=
1

(2s+ 1)n/2
∫
Rn

exp(iuh(ỹ))

(
1

(2π)n/2
exp(−1

2
Q(ỹ))

)
dỹ

=
1

(2s+ 1)n/2
E(exp(iuh(X1, ...,Xn))).

Aśı, la formula (2) está probada.

Corolario 4.6.16. Sean: h : Rn 7→ R homogénea de grado 0; X1, ...,Xn

v.a.i.i.d. N (µ, σ2) con µ ∈ R y σ > 0;

Q(X1, ...,Xn) :=
n∑

j=1

(Xj −X)2,

con X : = 1
n

n∑
j=1

Xj .

Entonces h(X1, ...,Xn) y Q(X1, ...,Xn) son independientes.

Demostración. Sea M la matriz n× n dada por:

M(j, j) : = (1− 1

n
) ∀j = 1, ..., n.

M(j, k) : = − 1

n
1 ≤ j, k ≤ n, j 6= k.

Sea

X̃ = (X1, ...,Xn)
′.

Entonces

Q(X̃) = X̃ ′MX̃. (1)

Por resultados clásicos de Algebra Lineal se tiene que ∃P matriz n×n
ortogonal tal que

P ′MP = Λ (2)

con Λ matriz n× n diagonal dada por:

Λ(j, j) = 1 si 1 ≤ j ≤ n− 1.

Λ(n, n) = 0.

Sea

η̃ = P ′X̃. (3)
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Luego:

Q(X̃) = η̃′Λη̃ =

n−1∑

j=1

η2j .

Por (3), tenemos que:

η̃ ∼ Nn(P
′θ̃, σ2I), (4)

donde θ̃ = (θ, ..., θ) ∈ Rn e I = matriz identidad n× n.

Es fácil ver que para probar la independencia entre h(X1−X, . . . ,Xn−X)
y Q(X̃) no hay pérdida de generalidad en suponer que θ = 0.

Luego, de (4), tenemos:

η̃ ∼ Nn(0̃, σ
2I).

Por lo tanto

ξ̃ :=
1

σ
η̃ ∼ Nn(0̃, I). (5)

Pongamos

ξ̃ : (ξ1, ..., ξn)
′.

Luego: ξ1, ..., ξn−1 son v.a.i.i.d. N (0, 1).

Además:

(X1 −X, ...,Xn −X)′ =MX̃ = PΛP ′X̃ = PΛη̃ = P




η1
· · ·
ηn−1

0


 . (6)

Luego, si h1 : Rn−1 7→ R está dada por:

h1(z1, ..., zn−1) := h


P




z1
· · ·
zn−1

0





 ,

se tiene:

h(X1 −X, ...,Xn −X) = h1(η1, ..., ηn−1). (7)

Además, como h es homogénea de grado 0, h1 también lo es.
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Por consiguiente, como

Q(X̃) =

n−1∑

j=1

η2j , (8)

se tiene
h(X1 −X, ...,Xn −X) = h1(ξ1, ..., ξn−1)

y
n−1∑
j=1

ξ2j son independientes por el Teorema 4.6.15.

De (7) y (8) se deduce ahora fácilmente que h(X1 −X, ...,Xn −X) y
Q(X̃) son independientes.

Proposición 4.6.17. Continuación de la Definición 4.6.8. Supongamos
que Dn = {s1, ..., sn} y que Xs1 , ...,Xsn son v.a.i.i.d. N (θ, σ2) con θ ∈ R
y σ > 0.

Sea p ≥ 1 entero. Entonces:

E((IMWR,Dn
(X̃))p) =

npE((CWR,Dn
(X̃))p)

(S0,Dn
(WR))pE

((
∑

s∈Dn

(Xs −X)2

)p) ,

siendo

X̃ : = (X1, ...,Xn)
′; X :=

1

n

n∑

j=1

Xj ;

IMWR,Dn
(X̃) : =

nCWR,Dn
(X̃)

S0,Dn
(WR)

∑
s∈Dn

(Xs −X)2
;

CWR,Dn
(X̃) : =

n∑

j=1

n∑

k=1

WR(sj , sk)(Xsj −X)(Xsk −X);

S0,Dn
(WR) : =

n∑

j=1

n∑

k=1

WR(sj , sk).

Demostración. Es fácil ver que IMWR,Dn
es homogénea de grado 0, con-

siderada como función de Rn en R.

E((nCWR,Dn
(X̃))p) = E

(
(nCWR,Dn

(X̃))p

(QW (X̃))p
(QW (X̃))p

)
, (1)

siendo

QW (X̃) := S0,Dn
(WR)

n∑

j=1

(Xsj −X)2.
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Por el Corolario 4.6.16 tenemos entonces:

(1) = E
((
IMWR,Dn

(X̃)
)p

(QW (X̃))p
)

= E((IMWR,Dn
(X̃))p)E((QW (X̃))p).

De donde se sigue inmediatamente la Proposición 4.6.17.

Proposición 4.6.18. Sean: n ≥ 2 entero; X1, ...,Xn v.a.i.i.d. N (µ, σ2).
Para cada j = 1, ..., n sea

Zj := Xj −X,
donde

X :=
1

n

n∑

k=1

Xk.

Entonces

a) E(Zj) = 0, j = 1, ..., n.

b) E(Z2
j ) = (1− 1

n )σ
2, j = 1, ..., n.

c) E(ZjZk) = −σ2

n , 1 ≤ j, k ≤ n, j 6= k.

d) E(Z2
jZ

2
k) = −n2−2n+3

n2 σ4, 1 ≤ j, k ≤ n, j 6= k.

e) E(Z2
jZkZl) = −n−3

n2 σ
4, 1 ≤ j, k, l ≤ n, #({j, k, l}) = 3.

f) E(ZjZkZj1Zj2) =
3
n2σ

4, 1 ≤ j, k, j1, k1 ≤ n, #({j, k, j1, k1}) = 4.

Demostración. Ejercicio.

Teorema 4.6.19. Continuacióm de la Proposición 4.6.17.
Se cumple:

a) E(IMWR,Dn
(X̃)) = − 1

n−1 .

b) V ar(IMWR,Dn
(X̃)) =

n2S1,Dn (WR)−nS2,Dn (WR)+3(S0,Dn (WR))2

(n2−1)(S0,Dn (WR))2 − 1
(n−1)2 ,

con:

S0,Dn
(WR) :=

n∑
j=1

n∑
k=1

WR(sj , sk);

S1,Dn
(WR) :=

n∑
j=1

n∑
k=1

((WR(sj , sk))
2 +WR(sj , sk)WR(sk, sj));

S2,Dn
(WR) :=

n∑
j=1

(WR(sj , ∗) +WR(∗, sj))2;

WR(sj , ∗) :=
n∑

k=1

WR(sj , sk);

WR(∗, sj) :=
n∑

j=1

WR(sj , sk).
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Demostración. Para simplificar la notación pongamos j en lugar de sj ,
∀j = 1, ..., n; y W en lugar de WR; S0 en lugar de S0,Dn

(WR); S1 en
lugar de S1,Dn

(WR); S2 en lugar de S2,Dn
(WR).También N en lugar de

nCWR,Dn
(X̃); D en lugar de S0,Dn

(WR)
∑

s∈Dn

(Xs − X)2; I en lugar de

IMWR,Dn
(X̃); Zj := Xsj −X para j = 1, ..., n.

Prueba de a):

Por la Proposición 4.6.17

E(I) =
E(N)

E(D) . (1)

Ahora:

E(N) = E


n

n∑

j=1

n∑

k=1

WR(j, k)ZjZk


 . (2)

Como
W (j, j) = 0 ∀j = 1, ..., n,

basta ver qué vale E(ZjZk) para 1 ≤ j, k ≤ n, j 6= k.

Por la Proposición 4.6.18 tenemos entonces:

(2) = n
n∑

j=1

n∑

k=1

WR(j, k)(−σ
2

n
) = −σ2S0 (3)

Esto es
E(N) = −σ2S0.

Ahora

E(D) = S0

n∑

j=1

E(Z2
j ) = nS0(1−

1

n
)σ2 = S0(n− 1)σ2.

De aqúı y por (3) y (1) tenemos que

E(I) = − 1

n− 1
.

Prueba de b):

Por lo probado en a)

V ar(I) = E(I2)− 1

(n− 1)2
. (4)
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Por la Proposición 4.6.17 tenemos:

E(I2) =
E(N2)

E(D2)
· (5)

Ahora:

E(D2) = S2
0E((

n∑

j=1

Z2
j )

2) = S2
0(V ar(

n∑

j=1

Z2
j ) + (E(

n∑

j=1

Z2
j ))

2)

= S2
0 .


V ar




n∑

j=1

Z2
j


+ (n− 1)2σ2


 , (6)

por lo ya probado en a).

Por otra parte

n∑

j=1

Z2
j ∼ σ2χ2

n−1 ⇒ V ar




n∑

j=1

Z2
j


 = 2(n− 1)σ4.

Por lo tanto:

(4) = σ4S2
0(2(n− 1) + (n− 1)2) = σ4S2

0(n
2 − 1).

Queda aśı probado:

E(D) = σ4S2
0(n

2 − 1). (7)

Por otra parte:

E(N2) = n2
∑

((j,k),(j1,k1))∈T×T

W (j, k)W (j1, k1)E(ZjZkZj1Zk1
) (8)

siendo:
T := {(j, k) /1 ≤ j, k ≤ n, j 6= k}.

Sean ahora:

T1 := {((j, k), (j1, k1)) ∈ T × T / j = j1 ∧ k = k1}
∪{((j, k), (j1, k1)) ∈ T × T / j = k1 ∧ k = j1}. (4.10)

T2 := {((j, k), (j1, k1)) ∈ T × T / j = j1 ∧ k 6= k1}
∪{((j, k), (j1, k1)) ∈ T × T / j 6= j1 ∧ k = k1}
∪{((j, k), (j1, k1)) ∈ T × T / j 6= k1 ∧ k = j1}
∪{((j, k), (j1, k1)) ∈ T × T / j = k1 ∧ k 6= j1}. (4.11)
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T3 := {((j, k), (j1, k1)) ∈ T × T / #({j, k, j1, k1}) = 4}. (4.12)

Por (8) y por la Proposición 4.6.18 tenemos:

E(N2) = n2[


 ∑

(j,k)∈T

(W (j, k))2 +
∑

(j,k)∈T

W (j, k)W (k, j)


 n2 − 2n+ 3

n2
σ4

− (n− 3)σ4

n2

n∑

j=1

n∑

k=1

∑

k1 6=k

(W (j, k)W (j, k1) +W (j, k)W (k1, k)

+W (j, k)W (k, k1) +W (j, k)W (k1, j))

+
3

n2
σ4

∑

((j,k),(j1,k1))∈T3

W (j, k)W (j1, k1)]

= n2σ4S1 + 3σ4S2
0 − nσ4

n∑

j=1

[2

n∑

k=1

(W (j, k))2 + 2

n∑

k=1

W (j, k)W (k, j)

+

n∑

k=1

∑

k1 6=k

W (j, k)W (j, k1) +

n∑

k=1

∑

k1 6=j

W (j, k)W (k1, k)

+

n∑

k=1

∑

k1 6=k

W (j, k)W (k, k1) +

n∑

k=1

∑

k1 6=k

W (j, k)W (k1, j)] (9)

último sumando tenemos:
n∑

j=1

[ ] = 2
n∑

j=1

n∑

k=1

(W (j, k))2 +
n∑

j=1

n∑

k=1

∑

k1 6=k

W (j, k)W (j, k1)

+

n∑

j=1

n∑

k=1

∑

k1 6=k

W (j, k)W (k1, k)

+ 2
n∑

j=1

n∑

k=1

∑

k1 6=k

W (j, k)W (k1, j) + 2
n∑

j=1

n∑

k=1

W (j, k)W (k, j)]

=

n∑

j=1

(
n∑

k=1

W (j, k) +

n∑

k=1

W (k, j)

)2

= S2.

Luego, por (9)

E(N2) = n2σ4S1 + 3σ4S2
0 − nσ4S2.

De aqúı, por (7) y (3) tenemos

E(I2) =
n2S1 + 3S2

0 − nS2

S2
0(n

2 − 1)
.

Por (4), el Teorema 4.6.19 queda demostrado.
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4.6.4 Índice de Geary

Continuamos con la misma notación usada al tratar el ı́ndice de Moran.

Definición 4.6.20. Sea X = (Xs)s∈Dn
con Xs ∈ L2(Ω,A, µ,R) y

WR : S × S → [0,M ] con 0 < M < ∞. Se llama ı́ndice de Geary
de X (sobre Dn) asociado a WR a:

IGWR,Dn
(X) :=

(n− 1)
∑

s∈Dn

∑
t∈Dn

WR(s, t)(Xs −Xt)
2

2S0,Dn
(WR)

∑
s∈Dn

(Xs −X)2
,

con

S0,Dn
(WR) : =

∑

s∈Dn

∑

t∈Dn

WR(s, t) y

X : =
1

n

∑

s∈Dn

Xs.

Sean: S0,Dn
(WR) como arriba;

S1,Dn
(WR) :=

∑
s∈Dn

∑
t∈Dn

(
(WR(s, t))2 +WR(s, t)WR(t, s)

)
y

S2,Dn
(WR) :=

∑
s∈Dn

(
∑

t∈Dn

WR(s, t) +
∑

t∈Dn

WR(t, s)

)2

.

Teorema 4.6.21. Sean a), b) y c) como en el Teorema 4.6.11. Entonces:

(
S0,Dn

(WR)

2S1,Dn
(WR) + S2,Dn

(WR)

)1/2 (
IGWR,Dn

(X)− 1
) D→ N (0, 1).

Demostración. Ver lo dicho para la demostración del Teorema 4.6.11.

4.6.5 Cálculo exacto de la esperanza y varianza del
ı́ndice de Geary bajo normalidad

Sea n ≥ 2. A los fines de simplificar la notación pongamos:

Dn := {1, ..., n}; W =WR;

S0 := S0,Dn
(WR); S1 = S1,Dn

(WR); S2 = S2,Dn
(WR);

IG = IGWR,Dn
(X).

Es fácil ver que IG como función de Rn es homogénea de grado 0 (con
IG(x, ..., x) := 0 ∀x ∈ R); tenemos entonces un resultado análogo al de la
Proposición 4.6.17:
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Proposición 4.6.22. Si X1, ...,Xn son v.a.i.i.d. N (θ, σ2) con θ ∈ R y
σ > 0.

Sea p ≥ 1 entero. Entonces:

E((IG)
p) =

(n− 1)pE

((
n∑

j=1

n∑
k=1

W (j, k)(Xj −Xk)
2

)p)

2pS0
pE

((
n∑

j=1

(Xj −X)2

)p) .

Demostración. Ejercicio.

Teorema 4.6.23. Si X1, . . . ,Xn son v.a.i.i.d. N (θ, σ2) con θ ∈ R y σ > 0
se tiene:

a) E(IG) = 1.

b) V ar(IG) =
(2S1+S2)(n−1)−4S2

2(n+1)S0
·

Demostración. Ejercicio.





Bibliograf́ıa

[1] Adler, R.J. (1981). The Geometry of Random Fields. Wiley.

[2] Besag, J., 1989, Towards Bayesian image analysis. Journal of Applied
Statistics, 16, pp. 395–407.

[3] Bustos, O. y Ojeda S. (1994). Campos Aleatorios Markovianos en
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Anisotrópico, 22
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